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Abstract

Today, Convolutional Neural Networks (CNNs) are widely used in the field of computer vision for
a variety of tasks. This includes the semantic segmentation of image data. In natural language
processing, Transformer networks have proven to be more capable than CNNs in extracting global
context from given text and have reached state-of-the-art performance on many benchmarks.
Following from this success, Transformer networks have also been transferred to various vision
tasks such as image classification or semantic segmentation and have shown to reach competitive
performance to CNNs.

This master’s thesis looks into the application of Transformer networks for the semantic segmen-
tation of Sentinel-2 remote sensing images. The network shall classify the landuse from medium
resolution satellite images. In particular, the classification of satellite image time series (SITS) is
to be examined. A classification map shall be derived for every time step within the SITS.

Initially, three different Transformer-based networks for classification of individual images are
studied and assessed by experiments. These show that the Swin Transformer is the most suited
network for the given task. In this Transformer-based network, several image pixels are merged into
patches. The image content is extracted locally in windows containing a local neighbourhood of
patches. By shifting the windows’ position and subsequent downsampling of the image resolution,
global image context is extracted. The segmentation results of the Swin Transformer are shown
to be competitive with an established CNN.

Based on these results, a modified Swin Transformer network is presented for the classification of
SITS. The first stage of the Swin Transformer is modified, so that it can extract both spatial
and temporal context from the images of the SITS. The segmentation results are examined
through experiments. The presented network can produce multitemporal semantic segmentation
results. However, it shows a strong regularization of the results, i.e. changes in landuse are often
not classified correctly and the classification shows the tendency to remain constant within all
timesteps of the SITS.

Alternatively, the combination of a CNN for spatial extraction of features and a Transformer
for temporal context is examined. The chosen network architecture reaches decent segmentation
results for the individual timesteps of the SITS, however the results show no temporal connection.
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1 Einleitung und Motivation

Im Jahr 2014 startete die europäische Raumfahrtagentur (ESA) den ersten Satelliten für ihr
Copernicus-Programm. Dafür wurden sechs verschiedene Satellitentypen der Sentinel-Reihe
entwickelt und gestartet, deren Instrumente die Erdoberfläche und -atmosphäre mit hoher zeitli-
cher Auflösung beobachten. Die beiden Sentinel-2 Satelliten sind mit einer Multispektralkamera
ausgestattet und erstellen im Abstand von maximal fünf Tagen Aufnahmen aller kontinentaler
Landflächen der Erde. [2]

Die so erzeugten Daten werden für kommerzielle und wissenschaftliche Nutzung frei zur Verfügung
gestellt. Die Mission ermöglicht es z. B. die menschliche Nutzung der Erdoberfläche durch Bebau-
ung oder Landwirtschaft in ihrer Entwicklung zu verfolgen, zudem können Naturkatastrophen wie
Hochwasserereignisse zeitlich beobachtet und so Hilfsaktionen besser koordiniert werden. Die hohe
Frequenz an erzeugten Messdaten stellt für die Nutzung aber auch eine große Herausforderung
dar. Im Jahr 2021 etwa wurden von der ESA 4,18 PiB1 an Daten in über 8 Millionen Datensätzen
aus der Sentinel-2 Mission veröffentlicht [3]. Um diese Datenmengen verarbeiten und effektiv
nutzen zu können, ist eine automatisierte Auswertung der Daten unerlässlich.

Eine mögliche Anwendung in der Fernerkundung (Remote Sensing, RS) ist die Bestimmung der
Landbedeckung. Dabei wird jedes Pixel in den aufgenommenen Bilddaten einer Klasse zugeordnet.
Die Klasse beschreibt die physische Beschaffenheit der Erdoberfläche an diesem Punkt, also
z. B. Wald, Gebäude, oder Wasserfläche. Mit der so erstellten Klassifizierung können beispielsweise
topographische Datenbanken aktualisiert werden. Neben den spektralen und räumlichen Informa-
tionen, die in den Einzelbildern enthalten sind, bieten Zeitserien von Satellitenbildern (satellite
image time series, SITS) zusätzlich die Möglichkeit, zeitliche Unterschiede in den Eigenschaften
der Landbedeckung zu berücksichtigen.

Für die pixelweise Klassifizierung von Bilddaten, auch als semantische Segmentierung bezeichnet,
haben sich in den vergangenen Jahren tiefe neuronale Netze (deep neural networks, DNN) als
Stand der Technik etabliert. Insbesondere Convolutional Neural Networks (CNNs) konnten sehr
gute Ergebnisse erzielen. Die zugrundeliegende Faltungsoperation (engl.: Convolution) beschränkt
sich an jedem Pixel auf dessen lokale Umgebung im Bild, globale Zusammenhänge werden dabei
nicht berücksichtigt. Diese inhärente Schwäche von CNNs ist Grundlage vieler Forschungsarbeiten,
Yu und Koltun [4] führten z. B. die Dilated Convolution ein, durch die die Reichweite einer
Convolution erhöht wird.

Als alternative Netzwerkstruktur zu CNNs stellten Vaswani et al. [5] den sogenannten Trans-

1PiB: Pebibyte, 1 PiB = 250B ≈ 1125,9 TB
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former vor. Dieses ursprünglich in der Sprachverarbeitung verwendete Netzwerk setzt anstelle
von Convolutions auf den sogenannten Attention-Mechanismus. Dieser ermöglicht es, globale
Zusammenhänge in der Eingabe zu erfassen. Der darauf basierende Vision Transformer (ViT) von
Dosovitskiy et al. [6] wendet das Prinzip auf die Bildklassifizierung an. Durch die Verwendung
der globalen Attention kann der Inhalt über das gesamte Bild durch das Netzwerk erfasst werden.
In verschiedenen Benchmark-Tests konnten so neue Bestwerte erreicht werden. Auch in der seman-
tischen Segmentierung wurden Transformer erfolgreich eingesetzt, so z. B. der Swin Transformer
von Liu et al. [7]. Transformer werden dabei als Encoder in Encoder-Decoder-Strukturen zur
Extraktion des Bildinhaltes genutzt. Die Verarbeitung zu einer pixelweisen Klassifikation erfolgt
durch einen CNN-basierten Decoder.

Der große Erfolg der neuartigen Transformer-Netzwerke in verschiedenen Fachbereichen macht
diese interessant für weitere Anwendungen. In dieser Arbeit sollen daher verschiedene Transformer-
Architekturen für die Klassifizierung von Satellitendaten und insbesondere SITS eingesetzt werden.
Ziel ist es, Bilddaten aus der Sentinel-2 Mission pixelweise zu klassifizieren. Dabei soll in der SITS
für jeden Zeitpunkt der Datenreihe eine Klassifizierung erfolgen und so die zeitliche Entwicklung
der Landbedeckung einfacher untersuchbar gemacht werden.

Die vorliegenden Trainings- und Testdaten beschränken sich dabei auf das Land Niedersachsen.
Verschiedene Netzwerkarchitekturen werden durch Experimente untersucht und bewertet, die
Ergebnisse werden zudem mit verschiedenen CNNs verglichen, die am Institut für Photogram-
metrie und GeoInformation der Leibniz Universität Hannover (IPI) bislang für diese Aufgabe
eingesetzt werden.
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2 Grundlagen

Dieses Kapitel vermittelt die erforderlichen Grundlagen für die vorliegende Arbeit. Der erste
Abschnitt leitet in die Aufgabenstellung der pixelweisen Bildklassifizierung ein. Anschließend
werden neuronale Netze vorgestellt. Diese sind einerseits der derzeit weit verbreitete Stand der
Technik und dienen andererseits als Basis für die Transformer-Netzwerke, mit denen das Kapitel
abgeschlossen wird. Dabei liegt der Fokus auf der Anwendung von Transformern auf Bilddaten.

2.1 Klassifikation von Bilddaten

Digitale Bilder setzen sich aus diskreten Bildpunkten (Pixel, px) zusammen. Diese sind in einem
regelmäßigen, zweidimensionalen Raster der Größe H × W angeordnet. Im allgemeinen besitzt
das Bild B verschiedene Farbkanäle, auch als Spektralbänder bezeichnet, durch die sich das
Gesamtbild zusammensetzt. Entsprechend sind jedem Pixel B verschiedene Werte zugeordnet.
In der Bildklassifizierung soll das Bild x ∈ RH×W ×B einer Klasse Ci aus einer endlichen Menge
eindeutig definierter Klassen {C1, ..., CM} zugewiesen werden, wobei M die Gesmatzahl der
Klassen ausdrückt. Die Klassenzuordnung beschreibt dabei den Bildinhalt. Bei der pixelweisen
Klassifikation wird jedes einzelne Pixel xij , i ∈ [1, H], j ∈ [1, W ] einer Klasse zugewiesen. Dieser
Prozess wird auch als semantische Segmentierung bezeichnet. Klassen sind meist so definiert, dass
sie eine Vielzahl verschiedener Objekte beinhalten können (z. B. Gebäude). Gleichzeitig kann ein
Objekt sehr unterschiedlich im Bild erscheinen. Bei Bilddaten aufgenommen von Satelliten kann
z. B. die Tages- und Jahreszeit die Abbildung stark beeinflussen. Je nach Sonnenstand verändert
der Schattenwurf die Erscheinung von Objekten. Das Aussehen und damit die Abbildung von
Pflanzen variiert stark im Verlauf eines Jahres. Die generelle Variabilität von Objekten innerhalb
einer Klasse, deren unterschiedliche Abbildung sowie die große Anzahl von Elementen in x machen
es praktisch unmöglich, eine eindeutige und vollständige Formulierung für die Klassifizierung des
Bildes x zu finden. [8]

Aus diesem Grund haben sich für Klassifizierungsaufgaben Methoden des maschinellen Ler-
nens (ML) etabliert. Beim ML wird ein Modell definiert, das die gestellte Aufgabe durch seinen
Aufbaus möglichst umfassend erfüllen kann. Bei der Klassifizierung von Daten ist die Modell-
eingabe im allgemeinen ein k-dimensionaler Vektor x. Die Elemente xi des Vektors werden als
Features1 bezeichnet, der Vektor x entsprechend auch als Feature-Vektor. Dieser soll durch das
Modell einer Klasse zugewiesen werden. Wesentlicher Bestandteil des ML ist der Lern- oder
Trainingsprozess. In diesem werden n bekannte Feature-Vektoren {x1, ..., xn} verwendet, um

1Feature (engl.): das Merkmal (aus dictionary.cambridge.org)

dictionary.cambridge.org
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Parameter des Modells (auch als Gewichte bezeichnet) so anzupassen, dass es einen unbekannten
Vektor x̃ möglichst korrekt klassifizieren kann. Goodfellow et al. [9] unterscheiden dabei
zwischen bekannten Feature-Vektoren mit und ohne vorhandenem Label, also die Klasse, zu der
der Vektor zugeordnet werden soll. Bei bekanntem Label wird das Training als überwacht, ohne
Label als unüberwachtes Training bezeichnet.

2.1.1 Probabilistische Klassifikatoren

Modelle für die Klassifizierung von Bilddaten, wie sie in dieser Arbeit angewandt werden,
basieren auf einem probabilistischen Ansatz. Dieser soll nachfolgend erläutert werden, die
Beschreibung oriertiert sich dabei im wesentlichen an Rottensteiner [10, S.560 ff]. Besonders
in der Vergangenheit waren in der Bildklassifikation auch nicht-probabilistische Methoden wie
Support Vector Machines oder Random Forests verbreitet. Diese werden im Kontext dieser Arbeit
jedoch nicht verwendet und daher nicht näher vorgestellt.

In der probabilistischen Klassifikation werden alle beobachteten Daten und die zugehörige Klasse
als Realisierung von Zufallsvariablen betrachtet. Die Zugehörigkeit eines Feature-Vektors x zu
einer Klasse Ci lässt sich durch die bedingte Wahrscheinlichkeit p(Ci | x) ausdrücken. Diese
wird auch als a posteriori Wahrscheinlichkeit oder kurz Posterior bezeichnet. Die optimale
Klassifizierung entspricht der Klasse mit der höchsten a posteriori Wahrscheinlichkeit:

y = arg max
Ci ∈C

p(Ci | x), C = {C1, ..., CM}. (2.1)

Die a posteriori Wahrscheinlichkeit kann dabei auf zwei unterschiedliche Arten bestimmt werden.
Zum einen kann sie nach dem Theorem von Bayes umformuliert werden:

p(Ci | x) = p(x | Ci) p(Ci)
p(x) , (2.2)

sie wird dann durch die sogenannte Likelihood p(x | Ci) und der a priori Wahrscheinlichkeit
p(Ci), kurz auch als Prior bezeichnet, ausgedrückt. Die enthaltene Wahrscheinlichkeit p(x)
beschriebt die Auftretenswahrscheinlichkeit des Vektors x, sie ist unabhängig von der a posteriori
Wahrscheinlichkeit und skaliert daher nur das Ergebnis. Werden die Elemente in Gleichung (2.2)
durch Trainingsdaten approximiert, ist es möglich synthetische Beispiele x durch Ziehung von
Zufallsvariablen zu erzeugen. Es wird daher von generativen Klassifikatoren gesprochen.

Für die präzise Bestimmung der einzelnen Wahrscheinlichkeitsdichten in Gleichung (2.2) ist
eine große Anzahl an Daten erforderlich. Ein effizienterer Ansatz ist es, die a posteriori Wahr-
scheinlichkeit p(Ci | x) direkt zu approximieren. Darauf basierende Klassifikatoren können nur
Feature-Vektoren x in Klassen unterteilen, sie werden daher als diskriminative Klassifikatoren
bezeichnet. Bei einem binären Klassifizierungsproblem kann dabei die sogenannte logistische
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Sigmoid-Funktion σ verwendet werden:

p(Ci = C1 | x) = 1
1 + e−wT×Φ(x) = σ

(
wT × Φ(x)

)
, (2.3)

diese wird für Mehrklassenprobleme Gleichung (2.3) zur sogenannten Softmax-Funktion erweitert:

p(C = Cℓ | x) = ewT
ℓ ×Φ(x)

M∑
i=1

ewT
i ×Φ(x)

. (2.4)

In Gleichung (2.3) und Gleichung (2.4) bezeichnet w jeweils Gewichtsvektoren. Diese werden im
Laufe des Trainings adaptiert, um die Klassifikation zu verbessern. Φ(x) drückt eine allgemeine
Transformation der Features in x aus. Im gedachten höherdimensionalen Raum Φ(x) liegen
lineare Klassengrenzen vor.

Die Transformationen Φ(x) können einerseits manuell erstellt werden. Dabei besteht die Her-
ausforderung darin, dass die Features in x und die Form der Klassengrenze soweit bekannt
sein muss, dass eine geschlossene Formulierung der Transformation möglich ist. Andererseits
können geeignete Transformationen implizit aus vorhandenen Daten gelernt werden. Dieser
Ansatz wird beispielsweise beim Deep Learning, dem maschinellen Lernen mit tiefen neuronalen
Netzwerkstrukturen, verwendet. Hierfür sei auf den späteren Abschnitt 2.2 verwiesen.

2.1.2 Verlustfunktion und Gradient Descent

Um ein Klassifikationsmodell bewerten zu können, wird die sogenannte Verlustfunktion eingeführt.
Ziel einer Klassifikation ist es, durch das Modell eine möglichst fehlerfreie Klassifizierung aller
Feature-Vektoren x zu erhalten. Die Verlustfunktion E(w) quantifiziert dabei die fehlerhaften
Klassifizierungen. Die optimalen Gewichte w minimieren E(w) und erreichen so die bestmögliche
Klassifizierung. Dieser Ansatz wird gewählt, da die numerische Minimierung einer Funktion gene-
rell einfacher ist, als die Maximierung. Die Formulierung der Verlustfunktion ist auf verschiedene
Arten möglich. Verbreitet Anwendung findet die sogenannte Cross Entropy Loss-Funktion. Diese
wird über N Vektoren xi mit i ∈ {1, ..., N} gebildet:

E(w) = − 1
N

N∑
n=1

M∑
k=1

tnk ln ynk, (2.5)

wobei ynk = p(C = Ck | xn) die a posteriori Wahrscheinlichkeit der Klasse Ck für den Vektor xn

ausdrückt. Im überwachten Training ist die Klasse Cn des Vektors xn bekannt, diese soll durch das
Modell vorhergesagt werden. Durch die Bedingung in Gleichung (2.6) gehen nur die a posteriori
Wahrscheinlichkeiten für die zu erreichende Klasse in die Berechnung des Cross Entropy Loss ein:
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tnk =

1, wenn Ck = Cn

0, wenn Ck ̸= Cn.
(2.6)

Für das Aktualisieren der Gewichte w wird der Gradient ∇E(w) verwendet. Gemäß der allgemei-
nen Regeln der Optimierung einer Funktion, gilt am Minimum der Verlustfunktion ∇E(wopt) = 0.
Ausgehend von einer Initialisierung w(0) werden die Gewichte nach Gleichung (2.7) aktualisiert.

w(τ+1) = w(τ) − η ∇E(w) (2.7)

Gleichung (2.7) wird so lange angewendet, bis die Lösung konvergiert, d. h. w(τ+1) − w(τ) ≈ 0.
Der Parameter η entspricht dabei der Lernrate. Diese ist ein sogenannter Hyperparameter, der
vorab festgelegt werden muss. η muss groß genug gewählt werden, dass die Gewichte w nicht
zu lokalen Minima der Verlustfunktion E(w) konvergieren. Zudem soll die optimale Lösung
möglichst schnell gefunden werden. Gleichzeitig darf η auch nicht zu hoch gewählt werden, da
die Lösung sonst nicht konvergiert oder numerisch instabil wird.

Zur Reduzierung der zu berechnenden Gradienten wird häufig das sogenannte Stochastic Gradient
Descent (SGD) verwendet. Dabei wird der Gradient ∇E(w) nur anhand eines Vektors xn anstelle
aller N Vektoren berechnet. Für stabilere Aktualisierungen der Gewichte w ist die Verwendung
von sogenannten Minibatches etabliert. Die Verlustfunktion E(w) wird dabei anhand von b zufällig
gewählten Vektoren {x1, ..., xb}, b << N aufsummiert und der Gradient durch die b Datenpunkte
bestimmt. [11]

2.2 Neuronale Netze

In der Bildklassifizierung sind neuronale Netze als ML-Modell etabliert. Durch tiefe Netzstrukturen
können diese Strukturen die in Abschnitt 2.1.1 beschriebene Feature-Transformation implizit
lernen und so auch stark nichtlineare Klassengrenzen abbilden. Die Benennung neuronaler Netze
stammt aus der Mitte des 20. Jahrhunderts, als das Konzept verfolgt wurde, biologische Vorgänge
im menschlichen Gehirn mathematisch abzubilden. Praktisch orientieren sich diese Modelle heute
nur noch lose am ursprünglich angedachten biologischen Hintergrund, die Benennung blieb aber
erhalten. [11, S. 225 f.]

Im folgenden wird zunächst das künstliche Neuron als Grundelement dieser Modelle eingeführt.
Anschließend soll kurz deren Anwendung in Netzwerkstrukturen dargestellt werden, wie sie
verbreitet eingesetzt werden. Zuletzt wird die besondere Form der Convolutional Neural Networks
(CNNs) eingeführt, die insbesondere in der Bildklassifizierung heute Stand der Technik für die
meisten Anwendungen sind. Die in dieser Arbeit untersuchten Transformer-Netzwerke sind eine
Sonderform neuronaler Netze. Sie werden ausführlich in den Abschnitten 2.3 und 2.4.1 eingeführt.
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2.2.1 Künstliche Neuronen

Abbildung 2.1: Schematische Darstellung eines Neurons. Die Eingabewerte xi werden durch wi gewichtet
und aufsummiert. Die Ausgabe wird durch die nichtlineare Aktivierungsfunktion f(a)
berechnet.

Der Aufbau eines Neurons ist in Abbildung 2.1 schematisch dargestellt. Wie in Abschnitt 2.1
eingeführt, ist die Eingabe in das Neuron ein k-dimensionaler Feature-Vektor x. Dieser wird
elementweise mit den zugehörigen Gewichten w multipliziert und aufsummiert. Zusätzlich wird
ein konstanter Bias wb addiert:

a = wT x + wb,

x = [x1, ..., xk]T, ∈ Rk×1,

w = [w1, ..., wk]T, ∈ Rk×1,

(2.8)

wobei der Bias in der Regel zur vereinfachten Schreibweise und damit auch einfacheren pro-
grammatischen Umsetzung in die Vektoren x = [1, xT]T und w = [wb, wT]T eingebunden wird.
Damit vereinfacht sich Gleichung (2.8) zu

a = wT x. (2.9)

Zweiter wesentlicher Bestandteil des Neurons ist die nichtlineare Aktivierungsfunktion f(a). In
seiner einfachsten Form wird das Neuron erst aktiv, das heißt es erzeugt die Ausgabe z = 1,
wenn der Schwellwert amin = 0 überschritten wird. Verbreiteter sind Aktivierungsfunktionen, die
auch den Betrag von a einbeziehen. Häufig wird in neuronalen Netzen die sogenannte Rectified
Linear Unit (ReLU) verwendet, die durch Gleichung (2.10) beschrieben ist.

z = max{0, a} (2.10)

Alternativ werden beispielsweise die logistische Sigmoidfunktion (vgl. Gleichung (2.3)) oder der
Tangens Hyperbolicus als Aktivierungsfunktionen verwendet. [9][11]
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2.2.2 Multi Layer Perceptron

Abbildung 2.2: Schematische Darstellung eines Multi Layer Perceptron-Netzwerkes, Gewichte sind nur
angedeutet und der Einfachheit halber nur vereinzelt dargestellt. Die Dimension D wird
als konstant angenommen. Jede Verbindung besitzt ein Gewicht w

(ℓ)
ij .

Eine wichtige Netzwerkarchitektur ist das sogenannte Multi Layer Perceptron (MLP), dieses
ist in Abbildung 2.2 schematisch dargestellt. Vereinfacht kann es als aus künstlichen Neuronen
(vgl. Abschnitt 2.2.1) zusammengesetztes Netzwerk beschrieben werden. Dieses setzt sich aus
mehreren aneinandergereihten Schichten (Layern) zusammen.

Die Netzwerkeingabe ist ein k-dimensionaler Vektor x = [x1, ..., xk]. Unter Berücksichtigung
des zuvor eingeführten Bias-Features erweitert sich die Eingabe zu x ∈ R(k+1)×1. Der erste
Layer besteht aus D1 Neuronen, deren interner Wert ai durch eine gewichtete Summe analog zu
Gleichung (2.9) gebildet wird. Aufgrund der Anzahl von (k+1) Eingabewerten und D1 Ausgaben,
werden die Gewichte hier in einer Matrix w(1) ∈ R(k+1)×D1 zusammengefasst.

Jedes Neuron des Layers beinhaltet eine Aktivierungsfunktion f(ai) (vgl. Gleichung (2.10)), die
die Ausgabe z

(1)
i bestimmt, die D1-dimensionale Ausgabe des ersten Layer lautet daher:

z(1) = f(w(0)T
x), z(1) ∈ RD1×1. (2.11)

Den Kern des Netzwerkes bilden N solcher Layer. Da sie zwischen Ein- und Ausgabe liegen, ihre
Werte nach außen also nie sichtbar sind, werden sie als Hidden Units bezeichnet. Die Ausgabe
eines jeden Elements der Hidden Units lässt sich durch Gleichung (2.12) ausdrücken.

z
(ℓ)
j = f

Dℓ−1∑
i=1

w
(ℓ−1)
ij z

(ℓ−1)
i

 , j ∈ {1, ..., Dℓ} (2.12)
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Der letzte Layer überführt den DN -dimensionalen Vektor z(N) in die M -dimensionale Reprä-
sentation y, wobei M die Anzahl der Ausgabeklassen des Klassifizierungsproblems beschreibt.
Auf diese wird die Softmax-Funktion (vgl. Gleichung (2.4)) angewandt, um die Ausgabe in die a
posteriori Wahrscheinlichkeiten p(Ci | x) für die Klassen {C1, ..., CM } zu überführen. Die Klasse
der Eingabe entspricht dann nach Gleichung (2.1) der maximalen a posteriori Wahrscheinlichkeit.

Durch die vielfache nichtlineare Kombination der Eingabevariablen und aller nachfolgender
Hidden Units können durch das MLP hoch nichtlineare Klassengrenzen gelernt werden. Die
Hidden Units dienen also implizit als gelernte Feature-Transformation Φ(x) (vgl. Abschnitt 2.1.1).
Netzwerke mit einer großen Anzahl N an Hidden Units werden als tief bezeichnet, das maschinelle
Lernen mit sehr tiefen Netzen, die ebenfalls die Feature-Transformation Φ(x) lernen, als Deep
Learning (DL). [11]

Das Training des MLP erfolgt durch die von Rumelhart et al. [12] eingeführte Error
Backpropagation. Im überwachten Training (vgl. Abschnitt 2.1) werden hierfür Trainingsda-
ten xi, i ∈ [1, n] mit bekanntem Klassenlabel in das Netzwerk eingegeben und ihre Ausgabe
evaluiert. Der Durchlauf von xi wird als Forward Pass, also vorwärtsgerichteter Durchlauf durch
das Netzwerk bezeichnet. Netzwerke sind zu Beginn meist mit zufälligen Gewichten initialisiert
und führen daher im allgemeinen zu Fehlklassifikationen. Zur Bewertung und Optimierung des
Ausgaben wird die Verlustfunktion E(w) bestimmt (vgl. Abschnitt 2.1.2).

Gemäß Gleichung (2.7) werden die Gewichte w in Richtung des Gradienten −∇ E(w) aktualisiert.
Dies geschieht im Netzwerk durch die zuvor genannte Error Backpropagation. Hierbei wird
der Verlustwert E(w) schrittweise rückwärts durch das Netzwerk gegeben. Durch das von
Rumelhart et al. beschriebene Vorgehen kann so jedes Gewicht wij im Netzwerk aktualisiert
werden. Für eine ausführlich aufgearbeitete Beschreibung des Vorgehens sei z. B. auf Bishop [11,
S.241 ff] verwiesen.

2.2.3 Convolutional Neural Networks

Heute verbreitete Architekturen zur (pixelweisen) Klassifikation von Bilddaten beruhen in
ihrem Kern auf der Arbeit von Le Cun et al. [13]. Das dort eingeführte CNN wurde in den
vergangenen Jahrzenten und insbesondere in den letzten Jahren stetig weiterentwickelt, um immer
diversere Aufgaben unter anderem in der Bildklassifizierung zu erfüllen. Für die Faltungsoperation,
nachfolgend auch in der verbreiteten englischen Form Convolution benannt, wird eine Matrix
mit Gewichten w ∈ Rd×d×ℓ definiert. Diese ist im allgemeinen in ihrer Dimension d erheblich
kleiner als die räumliche Dimension des Eingabebildes x ∈ RH×W ×B.

a = w ∗ x + b. (2.13)

Die durchgeführte Faltung ist in Gleichung (2.13) definiert. w kann dabei als Filtermatrix um das
jeweilige Pixel xi,j interpretiert werden, die Schrittweise auf das gesamte Bild angewandt wird.
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(a) Faltungsmatrix um xi,j (b) Faltungsmatrix verschoben um ∆j = 1

Abbildung 2.3: Schematische Darstellung des Faltungsvorgangs nach Gleichung (2.13). Die Faltungsope-
ration kann als Verschiebung einer Faltungsmatrix um ∆i und ∆j interpretiert werden.
Pixelwerte werden mit dem jeweiligen Gewicht wr,s multipliziert. Zur Vereinfachung ist
lediglich eine zweidimensionale Faltung dargestellt.

Für ein Pixel xi,j wird zunächst die gewichtete Addition nach Gleichung (2.14) durchgeführt:

ai,j,k =
C∑

t=1

d−1∑
r=0

d−1∑
s=0

wr,s,t xR,S,t + bt,

R = i −
⌊

d

2

⌋
+ r,

S = j −
⌊

d

2

⌋
+ s.

(2.14)

Durch Anwendung einer nichtlineare Aktivierungsfunktion ergibt sich die Ausgabe:

z = f(a) (2.15)

Dieses Vorgehen ist schematisch in Abbildung 2.3a und Abbildung 2.3b für eine vereinfachte,
zweidimensionale Faltung dargestellt. Durch die Ergänzung von Nullreihen an den Rändern, das
sogenannte Zero-Padding, bleibt die räumliche Dimension des Bildes erhalten.

Die Verwendung von Convolutions und der zugehörigen Matrix mit Gewichten w bietet den
Vorteil, dass nicht auf Pixel-Level individuelle Gewichte gelernt werden müssen, sondern die
gleichen Gewichte über das gesamte Bild Anwendung finden. Dies reduziert die Anzahl der
zu bestimmenden Parameter erheblich. Gleichzeitig ist die Convolution in ihrer räumlichen
Reichweite sehr begrenzt. Dies ist insbesondere in Abbildung 2.3 gut ersichtlich. Hier beeinflussen
nur die unmittelbar benachbarten Pixel von xi,j die Ausgabe zi,j. Ein weiterer Bestandteil von
CNNs ist das sogenannte Pooling. Indem aus einer lokalen Nachbarschaft von Pixeln nur ein Wert
(z. B. Maximal- oder Mittelwert) weiterverwendet wird, kann die Dimension des Bildes reduziert
werden. Durch diesen Schritt ist es möglich, Zusammenhänge mit geringem Aufwand auch über
einen größeren Bildbereich zu bestimmen. Durch eine Aneinanderreihung von Convolution- und
Pooling-Layern wird das Bild schrittweise in eine höhere Repräsentation überführt und dabei
relevante Informationen zur Klassifizierung extrahiert.
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Für die pixelweise Klassifikation erreichten in den vergangenen Jahren vor allem Fully Convolutio-
nal Networks (FCN), in dieser Anwendung eingeführt von Long et al. [14], sehr gute Ergebnisse.
Insbesondere soll hier das sogenannte U-Net von Ronneberger et al. [15] vorgestellt werden.
Das Netzwerk dient in dieser Arbeit als Vergleichsgröße eines CNNs.

Abbildung 2.4: Architektur des U-Net von Ronneberger et al. [16]. Blaue, rechtsgerichtete Pfeile
entsprechen einem Convolution-Layer, nach unten gerichtete Pfeile dem Pooling. Aus
jeder Schicht des Encoders (links) wird die aktuelle Repräsentation des Eingabebildes in
den Decoder (rechts) übergeben (graue Pfeile). Die Dimension der Bildrepräsentationen
sind in der Abbildung angegeben.

Das U-Net ist schematisch in Abbildung 2.4 dargestellt. Die linke Hälfte der namensgebenden
U-Form des Netzwerkes ist der Encoder. In diesem wird der Inhalt des Bildes in eine höhere
Repräsentation überführt. Dabei wird schrittweise die räumliche Dimension des Bildes reduziert
und die Länge des Feature-Vektors pro Pixel erhöht. Das Eingangsbild der Dimension H = W =
572, B = 1 wird durch mehrere Convolutions und Pooling-Layer an seiner tiefsten Stelle in eine
Repräsentation der Dimension Hred = Wred = 28, 8D = 1024 überführt. D beschreibt dabei die
Anzahl der Features in der ersten Stufe des Netzwerks.

Im Decoder, der rechten Hälte des Netzwerks (vgl. Abbildung 2.4) wird die Repräsentation des
Bildes durch Convolutions zurück auf die ursprüngliche Bilddimension von H × W überführt.
Dabei werden an mehreren Stellen Ausgaben aus Encoder-Layern mit äquivalenten Dimensionen
addiert. Diese sogenannten Skip-Connections verfeinern lokal die Klassifizierungsergebnisse. Das
ursprüngliche U-Net ist für die binäre Klassifikation von Bilddaten ausgelegt. Durch Anpassung
des finalen Convolution-Layers wird dies am Institut für Photogrammetrie und GeoInformation
der Leibniz Universität Hannover (IPI) unter anderem von Voelsen et al. [1] für die pixelweise
Klassifikation mit mehreren Ausgabeklassen angewandt.
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2.3 Transformer

Vaswani et al. [5] bezeichnen die von ihnen im Jahr 2017 eingeführte Netzwerkarchitektur
als Transformer. Dieser ist schematisch in Abbildung 2.5 abgebildet. Das Modell ist für die
Prozessierung natürlicher Sprache (NLP) ausgelegt. Das Netzwerk kann so beispielsweise für
die Übersetzung von Sätzen oder Texten in eine andere Sprache oder die Beantwortung von
Fragen verwendet werden. Es verzichtet in seiner Architektur vollständig auf Convolutions (vgl.
Abschnitt 2.2.3).

Abbildung 2.5: Schematische Darstellung der Transformer Modell-Architektur [17]. Der Transformer ist
unterteilt in Encoder (links) und Decoder (rechts).

Beim Transformer handelt es sich um Encoder-Decoder-Netzwerk. Der Encoder ist in Abbil-
dung 2.5 in der linken Hälfte dargestellt. Im Anwendungsfall der NLP wird im Encoder der
eingegebene Text verarbeitet und vom Netzwerk „verstanden“, während im Decoder (rechts abge-
bildet) rekursiv die dazu passende Ausgabe ermittelt wird. Zentraler Bestandteil von Encoder und
Decoder sind jeweils die sogenannten Multi-Head-Attention-Blöcke. Diese erfassen kontextuale
Zusammenhänge innerhalb der Ein- bzw. Ausgabe. Das Grundprinzip der Attention-Berechnung
wird nachfolgend erläutert.
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2.3.1 Attention

(a) Skalierte Attention (b) Multi-Head-Attention

Abbildung 2.6: Schematische Darstellung der Attention-Berechnung mit Skalierung und optionaler
Maskierung (links) und der Multi-Head-Attention (rechts). Die skalierte Attention wird
in der MHA in allen parallelen Heads verwendet. Q, K und V werden hierfür linear
projiziert. Abbildungen nach [5, S.4]

Der Attention-Mechanismus wird im Transformer verwendet, um Elemente (z. B. Worte) mit-
einander zu vergleichen. Ein hoher Attention-Wert soll ausdrücken, dass ein Element für die
Bedeutung eines anderen relevant ist. Im Transformer werden Skalarprodukte (engl.: dot pro-
duct) verwendet, um die Attention zu berechnen. Diese Berechnungsform wird daher auch
als Dot-Product-Attention bezeichnet. Vaswani et al. beschreiben die Eingabeelemente der
Attention-Berechnung als die Vektoren Query2 Q ∈ Rdk×1, Key K ∈ Rdk×1 und Value V ∈ Rdv×1.
Die Query wird dabei mit dem voneinander abhängigen Paar aus Key und Value in Relation
gesetzt. Die Berechnung der Attention erfolgt nach Gleichung (2.16) und ist zum besseren
Verständnis zusätzlich in Abbildung 2.6a schematisch dargestellt.

Attention(Q, K, V ) = softmax
(

QKT

√
dk

)
V (2.16)

Zunächst wird das Skalarprodukt Q · K = QKT gebildet. Aus der Vektoralgebra ist bekannt,
dass das Skalarprodukt orthogonaler Vektoren zu null wird. Übertragen bedeutet dies, das
Produkt QKT zweier stark unterschiedlicher Elemente wird klein, während zwei ähnliche Ele-
mente eine große Ausgabe erzeugen. Das Produkt wird aus numerischen Gründen mit

√
dk

skaliert. Durch die Softmax-Funktion (vgl. Gleichung (2.4)) und das Skalarprodukt mit V

wird die finale Ausgagbe berechnet. In der praktischen Anwendung werden meist mehrere

2query (engl.): die Frage (aus dictionary.cambridge.org)

dictionary.cambridge.org
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Vektoren Qi, Ki, Vi, i ∈ {1, ..., n} zu Matrizen Q, K ∈ Rdk×n, V ∈ Rdv×n zusammengefasst
und die Attention durch Matrixmultiplikationen für jedes der n Elemente parallel berech-
net. Soll ein Query Qi nicht mit einem Key-Value-Paar Kj , Vj verrechnet werden, kann in
der Attention-Berechnung eine Maskierung verwendet werden (siehe Abbildung 2.6a). In der
Transformer-Architektur wird in der Regel eine konstante Dimension dk = dv = D verwendet.
Die mathematische Komplexität der Berechnung ist O(n2 · D).

Eine Sonderform der hier beschriebenen Attention ist die von Vaswani et al. eingeführte
Multi-Head-Attention (MHA). Diese ist schematisch in Abbildung 2.6b dargestellt. Dabei wird die
Attention-Berechnung in h parallel angeordneten Schichten, den sogenannten Heads, durchgeführt.
In jedem Head wird die Attention gemäß Gleichung (2.17) berechnet. Dies bietet den Vorteil,
dass die Attention für verschiedene Repräsentationen der einzelnen Elemente ermittelt wrid.
Damit wird die Erkennung relevanter Inhalte verbessert.

headi = Attention
(
QWQ

i , KWK
i , VWV

i

)
,

MHA(Q, K, V) = Concat (head1, ..., headh) WO
(2.17)

Die gelernten Matrizen WQ
i , WK

i , WV
i ∈ RD×dh projizieren Query, Key und Value für jeden

Head i ∈ {1, ..., h} auf die reduzierte Dimension dh = D/h. Die errechneten Attentions der
einzelnen Heads werden für die MHA durch Concat(·) aneinandergereiht3 und mit den Gewichten
WO ∈ RD×D linear projiziert.

2.3.2 Transformer Encoder

Der Transformer-Block des Encoders ist in der linken Hälfte von Abbildung 2.5 grau hinterlegt
und besteht aus der Multi-Head-Attention, einem sogenannten Feed-Forward-Block sowie zwei
Normalisierungs-Elementen. Die Bestandteile werden nachfolgend ausführlich erläutert.

Die Eingabe des Transformer-Netzwerks besteht im allgemeinen aus einer variablen Anzahl n Ele-
menten (z. B. Worte, Satzzeichen), die als Token bezeichnet werden. Insbesondere bei Sprachen
besitzt jedes Token eine individuelle Länge. Das Input Embedding überführt diese variable
Länge durch gelernte Transformationen in eine einheitliche Form xi ∈ RD×1, i ∈ {1, ..., n}. Die
Featureanzahl D wird im gesamten Transformer-Netzwerk als gleichbleibende Dimension für
alle weiteren Operationen verwendet. Sie muss vorab auf eine geeignete Größe festgelegt werden.
Um die Position pos der einzelnen Tokens innerhalb der Eingabesequenz zu verwenden, wird
diese durch das Positional Encoding ebenfalls in die Vektorlänge D überführt. Vaswani et al.
verwenden hierfür Sinus- und Cosinusterme nach Gleichung (2.18).

PE(pos,j) =


sin
(
10000− 2j

D pos
)
, wenn j ∈ 2k, k ∈ N

cos
(
10000− 2j

D pos
)
, wenn j ∈ 2k + 1, k ∈ N

(2.18)

3to concatenate sth. (engl.): etwas verketten, aneinanderreihen (aus de.pons.com)

de.pons.com
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Die Variable j ∈ {1, ..., D} beschreibt dabei jeweils das j-te Element des D-dimensionalen Vek-
tors PE(pos) ∈ RD×1. Die Vektoren werden in der Matrix PE =

[
PE(1), ..., PE(n)

]
zusammenge-

fasst. Alternativ können auch gelernte Positional Encodings verwendet werden, Vaswani et al.
verweisen hierzu auf die Arbeit von Gehring et al. [18]. Mit x̃ = [x1, ..., xn] ergibt sich die
Eingabe in den Transformer-Block des Encoders zu:

z(0)
E = x̃ + PE, z(0)

E ∈ RD×n. (2.19)

Der Encoder besteht aus N gleichartigen, nacheinander angeordneten Transformer-Blöcken. Die
Ausgabe des ℓ-ten Blockes (ℓ ∈ {1, ..., N}) kann durch Gleichung (2.20) ausgedrückt werden:

z(ℓ)
E = LN

(
FF

(
a(ℓ)

)
+ a(ℓ)

)
, mit

a(ℓ) = LN

(
MSA

(
z(ℓ−1)

E

)
+ z(ℓ−1)

E

)
.

(2.20)

Das Kernelement des Transformer-Blocks bildet die Multi-Head-Self-Attention MSA(·), die über
den Eingabewert z(ℓ−1)

E gebildet wird. Query, Key und Value (vgl. Abschnitt 2.3.1) sind jeweils
lineare Projektionen von z(ℓ−1)

E . Da sich die Attention auf sich selbst bezieht, wird dies als
Self-Attention bezeichnet. Die Ausgabe der MSA wird mit ihrer Eingabe z(ℓ−1)

E addiert und die
Summe normalisiert. Die von Ba et al. [19] eingeführte Layer-Normalisierung LN(·) ermöglicht
ein schnelleres Training des Netzwerks und führt zu numerisch stabileren Ergebnissen.

Der darauf folgende Feed-Forward-Layer FF
(

a(ℓ) ) ist ein adaptiertes Multi-Layer-Perceptron
mit einem Hidden Layer (vgl. Abschnitt 2.2.2). Nach der Multiplikation der Eingabe mit der
Gewichtsmatrix W(1) ∈ RD×DH , mit der Anzahl der Features des Hidden Layers DH , folgt eine
ReLU-Nichtlinearität. Anschließend erfolgt eine weitere lineare Projektion mit W(2) ∈ RDH×D.
In beiden Schritten wird ein Bias (b1, b2) addiert.

FF (a) = max
(
0, aW(1) + b1) W(2) + b2 (2.21)

Die Ausgabe des Encoders z(ℓ)
E wird durch die normalisierte Addition von FF (a) mit seiner

Eingabe a berechnet. z(ℓ)
E besitzt die gleiche Dimension wie seine Eingabe.

2.3.3 Transformer Decoder

Der Decoder ist in Abbildung 2.6 in der rechten Bildhälfte dargestellt. In ihm wird rekursiv,
also Token für Token, eine Ausgabe erzeugt. Er besteht im wesentlichen aus einem modifizierten
Transformer-Block (grau hinterlegt), der ebenfalls N -Mal seriell angeordnet ist. Die Ausgabe des
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ℓ-ten modifizierten Transformer-Blocks ist:

z(ℓ)
t = LN

(
FF

(
a(ℓ)

2,t

)
+ a(ℓ)

2,t

)
, mit

a(ℓ)
2,t = LN

(
MHA

(
a(ℓ)

1,t, z(N)
E

)
+ a(ℓ)

1,t

)
,

a(ℓ)
1,t = LN

(
MSA∗

(
z(ℓ−1)

t

)
+ z(ℓ−1)

t

)
.

(2.22)

Der wesentliche Unterschied zwischen Encoder und Decoder ist die Anwendung zweier ver-
schiedener Attention-Mechanismen. Die Eingabe des Decoders z(0)

t im Schritt t des rekursiven
Vorgehens besteht aus einem Embedding und dem Positional Encoding in Gleichung (2.18). Im
Schritt t = 0 existiert keine vorherige Decoder-Ausgabe, daher entspricht die Eingabe z(0)

t=0 dem
Positional Encoding. In den folgenden Schritten t ist die Eingabe z(0)

t jeweils ein Embedding
der Ausgabe des Decoders im vorherigen Schritt z(N)

t−1, addiert mit dem Positional Encoding.
Im ersten Schritt des Transformer-Blocks (vgl. Gleichung (2.17)) wird über die Ausgabe des
vorherigen Transformer-Blocks die Multi-Head-Self-Attention MSA∗(·) gebildet. Hierbei wird eine
Maskierung eingesetzt, sodass die Attention nur über die ersten t Elemente von z(ℓ−1)

t berechnet
wird. Im zweiten Schritt wird die MHA zwischen Encoder-Ausgabe und Decoder berechnet. Als
Query wird eine Projektion von a(ℓ)

1,t verwendet, während für das Key-Value-Paar die Ausgabe
des Encoders übernommen wird.

2.4 Transformer-Architekturen in der Bildklassifizierung

Transformer-Netzwerke wurden in den vergangenen Jahren für die Klassifizierung von Bilddaten
sowie die semantische Segmentierung adaptiert und angewandt. Zwei wesentliche Architekturen
werden nachfolgend vorgestellt.

2.4.1 Vision Transformer

Der Vision Transformer (ViT) von Dosovitskiy et al. [6] adaptiert den Transformer-Encoder
(vgl. Abschnitt 2.3.2) für die Klassifizierung von Bilddaten. Die Architektur des Netzwerkes
ist in Abbildung 2.7 dargestellt. Sie behält die wesentlichen Elemente des Transformers von
Vaswani et al. bei. Dies ermöglicht die Verwendung optimierter Programm-Codes des Trans-
formers auch für Bilddaten.

Das Eingabebild x ∈ RH×W ×B wird in n Bildsegmente, die sogenannten Patches zerlegt.
Der Einfachheit halber wird nachfolgend eine Unterteilung in quadratische Segmente der
Größe p × p angenommen. Die Unterteilung in Patches ist aufgrund der Komplexität der
Attention-Berechnung O(n2 · D) erforderlich (vgl. Abschnitt 2.3.1), aufgrund derer eine Berech-
nung für alle Pixel des Bildes nicht umsetzbar ist. Standardmäßig wird beim ViT eine Patch-Größe
p = 16 px verwendet. Die Patches Pi ∈ Rp×p×B werden als Sequenz angeordnet. Das sogenann-
te Patch-Embedding überführt jedes Patch in einen Vektor Ei ∈ RD×1 mit der einheitlichen
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Abbildung 2.7: Schematische Darstellung des Vision Transformers. Das Eingabebild wird in Patches
unterteilt, diese werden vereinfacht als quadratisch angenommen. Die Patches werden
durch das Patch Embedding linear projiziert, mit der Positionsinformation addiert und
in den Transformer-Encoder gegeben. Die Ausgabe des zusätzlichen Class-Tokens wird
zur finalen Bildklassifizierung verwendet. Abbildung nach [6, S.3]

Dimension des Transformers D. Für die Klassifizierung des Bildes wird ein Klassifizierungs-Token
(Class-Token) eingeführt. Dieser besitzt die gleiche Dimension wie Ei. Die Elemente werden mit
einem Position Embedding (vgl. Abschnitt 2.3.2) addiert, damit wird die Position jedes Patches
in der Eingabesequenz berücksichtigt.

Das Class-Token und die Embeddings werden in der Matrix z(0) ∈ RD×(n+1) zusammengefasst.
Diese durchläuft den Transformer-Block des Transformer Encoders (Abschnitt 2.3.2) N Mal.
Die Attention-Berechnung wird dabei global über alle Patches des Bildes angewandt. Nach
Durchlaufen der N Encoder-Layer ist die Ausgabe z̃(N) = [cls, E

(N)
1 , ..., E(N)

n ].

Die finale Klassifizierung des Bildes erfolgt durch das Class-Token cls ∈ RD×1. Dieses wird durch
ein MLP (vgl. Abschnitt 2.2.2) in eine M -dimensionale Form gebracht. Die Softmax-Funktion (vgl.
Gleichung (2.4)) überführt dies in die a posteriori Wahrscheinlichkeit p(Ci | x) für alle Klassen
Ci ∈ {C1, ..., CM }.

2.4.2 Swin Transformer

Liu et al. [7] zeigen zwei wesentliche Schwächen des ViT auf. Da Objekte in Bildern z. B. je
nach Kamerabstand oder aufgrund allgemeiner Varianz der Objekte in unterschiedlichen Größen
auftreten können, ist eine variable Skalierung im Netzwerk für die Bildklassifizierung und auch
die semantische Segmentierung förderlich. Dieses Prinzip wird bereits von Le Cun et al. in der
ursprünglichen CNN-Archtektur angewandt (vgl. Abschnitt 2.2.3). Der ViT dagegen verwendet
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(a) Unterteilung des Bildes in Patches (hellgrau) und Windows (schwarz) (b) Transformer-Layer

Abbildung 2.8: Beim Swin Transformer wird das Eingabebild in Patches unterteilt. Mehrere Pat-
ches werden zu lokalen Bereichen zusammengefasst. Im Transformer-Block erfolgt die
Attention-Berechnung nur im lokalen Window (W-MSA). Im folgenden Block erfolgt
die Berechnung in verschobenen Windows (SW-MSA). Abbildungen aus [7, S.2 ff]

im gesamten Netzwerk konstante Dimensionen. Zudem steigt bei gleichbleibender Größe der
Patches der Aufwand der globalen Attention-Berechnung des ViT quadratisch mit der Bildgröße
an (vgl. Abschnitt 2.3.1). Der Swin Transformers von Liu et al. behebt diese Probleme durch
eine angepasste Netzwerk-Architektur.

Abbildung 2.9: Schematische Darstellung der Architektur des Swin-Transformers. [7, S.4]

Beim Swin Transformer werden, entsprechend des Vorgehens beim ViT, im Eingabebild zunächst
p × p Pixel zu einem Patch zusammengefasst und durch eine lineare Transformation in einen
D-dimensionalen Vektor überführt. Diese Schritte sind in Abbildung 2.9 als Patch Partiton und
Linear Embedding bezeichnet. Der Swin Transformer setzt sich aus mehreren aufeinanderfolgenden
Stufen (Stages) zusammen. Die Eingabe in den ersten Swin Transformer Block der ersten Stage ist
die Matrix z(0)

1 ∈ Rh×w×D, wobei h = H/p und w = W/p zusammen die Anzahl der Patches h×w

im Bild beschreiben. Die erste Stage besteht aus einer geraden Anzahl N1 Transformer-Layern,
alle folgenden Stages können eine davon verschiedene Anzahl von Layern Ni besitzen.

Im jeweils ersten Layer (ℓ = 1) einer Stage S wird das Bild gemäß Gleichung (2.23) verarbeitet.
Die Multi-Head-Self-Attention (MSA) wird dabei jeweils über begrenzte Bildbereiche, den soge-
nannten Windows gebildet (vgl. Abbildung 2.8a). Dieses Vorgehen wird als Window-Multi-Head-
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Self-Attention (W -MSA) bezeichnet. Ein Window umfasst d × d Patches im Bild.

z(ℓ=1)
S = MLP

(
LN

(
ẑ(ℓ=1)

S

))
+ ẑ(ℓ=1)

S , mit

ẑ(ℓ=1)
S = W -MSA

(
LN

(
z(ℓ=0)

S

))
+ z(ℓ=0)

S

(2.23)

Um den Inhalt der einzelnen Windows miteinander zu verknüpfen, werden für die folgenden
Layer (ℓ) die Windows im Bild jeweils um dx = dy = d/2 zum vorherigen Layer (ℓ−1) verschoben
(siehe Abbildung 2.8a). Die Attention-Berechnung der verschobenen (engl.: shifted) Windows
(SW -MSA) ist namensgebend für den Swin Transformer:

z(ℓ)
S = MLP

(
LN

(
ẑ(ℓ)

S

))
+ ẑ(ℓ)

S , mit

ẑ(ℓ)
S = SW -MSA

(
LN

(
z(ℓ−1)

S

))
+ z(ℓ−1)

S .

(2.24)

Von einer Stage zur nachfolgenden wird die Auflösung des Bildes jeweils halbiert. Gleichzeitig wird
im sogenannten Patch-Merging die Anzahl der Features je Patch verdoppelt (siehe Abbildung 2.9).
Bei gleichbleibender Größe des Windows erhöht sich so die Reichweite der W -MSA. Zudem wird
das Bild in unterschiedlichen Skalierungen verarbeitet. Für die pixelweise Klassifizierung kann
die Ausgabe jeder Stage in den Decoder übertragen werden. Dieses Vorgehen wurde bereits im
U-Net (vgl. Abschnitt 2.2.3) eingeführt. Durch die Unterteilung des Bildes in Windows behält die
Attention-Berechnung unabhängig von der Eingangsgröße die gleiche Komplexität. Die Anzahl
der Windows und damit der erforderlichen Berechnungsschritte bleibt jedoch abhängig von der
Bildgröße. Die Größe der Windows beträgt im Swin Transformer standardmäßig 7 × 7 Patches.
Durch diese Aufteilung kann im Vergleich zum ViT auch die Patch-Größe p kleiner gewählt
werden.
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3 Verwandte Arbeiten

Dieses Kapitel gibt einen Überblick über den Stand der Forschung in der Anwendung von
Transformer-Netzwerken für Bilddaten. Zunächst wird ein allgemeiner Überblick über verwendete
Netzwerkarchitekturen zur Bildklassifizierung gegeben. Anschließend sollen aktuelle Arbeiten zur
Klassifizierung von Satellitendaten, sowohl mit Transformer-Netzwerken als auch mit anderen
Architekturen betrachtet werden.

3.1 Transformer für die Bildklassifikation und semantische Segmentierung

Transformer-Netzwerke, die im Feld der NLP seit einigen Jahren den verbreiteten Stand der
Technik darstellen, konnten sich inzwischen auch in der Anwendung auf Bilddaten etablieren.
Sowohl in der Bildklassifizierung (Dosovitskiy et al. [6]) als auch in der semantischen Seg-
mentierung (Liu et al. [7], Chen et al. [20]) erreichen Transformer-Netzwerke neue Bestwerte
in verschiedenen Benchmarks.

Die grundlegende Arbeit stellt der Vision Transformer (ViT) von Dosovitskiy et al. dar. In
diesem wird der Encoder des Transformers von Vaswani et al. [5] für die Klassifizierung von
Bilddaten verwendet (vgl. Abschnitt 2.4.1). Zentraler Bestandteil der Transformer-Netzwerke
bildet die Attention (siehe Abschnitt 2.3.1), die den Bildinhalt global erfasst. Die mathematische
Komplexität der Attention-Berechnung steigt quadratisch mit der Elementanzahl, über die sie
gebildet wird (vgl. Abschnitt 2.3.1). Aus diesem Grund wird beim ViT das Eingabebild in lokale
Bildbereiche (Patches, z. B. 16 × 16 px) unterteilt. Diese werden durch eine lineare Projektion in
einen Feature-Vektor überführt. Die Attention-Berechnung erfolgt zwischen diesen Vektoren, die
im Kontext des Transformers auch als Token bezeichnet werden. Dosovitskiy et al. zeigen,
dass der ViT durch extensives überwachtes Training sehr gute Klassifizierungsergebnisse erreicht.
Dabei ist eine große Anzahl von Trainingsdaten mit bekannten Klassenlabels erforderlich. Die
speziellen Anforderungen an das Training des ViT wurden ausführlich experimentell durch
Steiner et al. [21] untersucht. Dabei wird insbesondere der hohe Bedarf von Trainingsdaten
und die dadurch lange Trainingsdauer für den ViT hervorgehoben. Für praktische Anwendungen
empfehlen sie daher die Verwendung vortrainierter Netzwerke. Beim Vortraining werden Netzwerke
mit großen Datensätzen trainiert, deren Label bekannt sind. Diese Netzwerke können in der Regel
mit wesentlich geringerem Aufwand für spezifische Anwendungen weiter trainiert und verwendet
werden.

Für die semantische Segmentierung von Bilddaten wird der ViT in Encoder-Decoder-Strukturen
verwendet. Er dient dabei als Encoder, in dem aus dem Bild für jedes Patch Merkmale extrahiert
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werden. Durch eine darauf angepasste Decoder-Struktur ist die semantische Segmentierung
möglich. Strudel et al. [22] verwenden z. B. eine einfache lineare Projektion, um die Ausgabe
des Encoders in eine patchweise Klassifizierung zu überführen. Alternativ stellen sie einen
ebenso Transformer-basierten Decoder vor, der ebenfalls eine patchweise Klassifizierung erzeugt.
Durch Interpolation erstellen sie daraus eine pixelweise Klassifikation des Eingabebildes. Die
Ergebnisse sind stark abhängig von der gewählten Größe eines Patches. Große Patches führen zu
wenig detaillierten Klassifizierungsergebnissen, veringern aber den Berechnungsaufwand. Einen
ähnlichen Ansatz wählen Zheng et al. [23] in ihrem Segmentation Transformer (SETR). Der
ViT wird dort als Encoder verwendet, während der Decoder aus mehreren Convolution-Layern
besteht.

Die zuvor genannten Netzwerke orientieren sich in ihrer Struktur eng am ursprünglichen
Transformer-Netzwerk von Vaswani et al. (vgl. Abschnitt 2.3). Der Swin Transformer, einge-
führt von Liu et al., ist in seiner Struktur dagegen stärker an die Besonderheiten von Bilddaten
angepasst (vgl. Abschnitt 2.4.2). Die rechenintensive Attention-Berechnung erfolgt dabei nur
über begrenzte Bereiche (Windows), die in aufeinander folgenden Layern verschoben werden.
Das Eingabebild wird in mehreren Stufen und Skalierungen verarbeitet, wodurch die Klassi-
fizierungsergebnisse verbessert werden können. Dies erhöht die Effizienz der Berechnung, die
Verschiebung stellt sicher, dass dennoch der Inhalt des gesamten Bildes gemeinsam erfasst wird.
Die lokale Attention-Berechnung ermöglicht zudem die Verwendung kleinerer Patches als beim
ViT, wodurch die Klassifizierungsergebnisse feiner aufgelöst sind. Der Swin Transformer dient als
Encoder, in dem das Bild schrittweise in einer reduzierten Auflösung verarbeitet wird, um den
Bildinhalt in verschiedenen Skalierungen erfassen zu können. Für die semantische Segmentierung
verwenden Liu et al. den Decoder des UPerNet von Xiao et al. [24]. Dabei handelt es sich
um ein CNN.

3.2 Klassifizierung von Satellitendaten für Remote Sensing

Bazi et al. [25] wenden den ViT für die Klassifizierung von Satelliten-Bilddaten an. Sie be-
schränken sich dabei auf die Klassifizierung gesamter Bilder. Die pixelweise Klassifizierung wird
nicht untersucht. Mehrere Arbeiten verwenden den Swin Transformer in der semantischen Seg-
mentierung von Satelliten-Bilddaten. So verwenden beispielsweise Zhang et al. [26] den Swin
Transformer als Encoder und ein CNN als Decoder. He et al. [27] nutzen in ihrem Encoder
den Swin Transformer parallel zu einem CNN, wodurch sie Klassengrenzen detaillierter auflösen
können.

Einen vergleichbaren Ansatz wählen Wang et al. [28] für die pixelweise Erkennung von Gebäu-
den in Satellitendaten. Ein modifizierter Swin Transformer wird im Netzwerk verwendet, um den
globalen Kontext des Bildes zu erfassen. Durch die Verwendung von Bildpatches werden feine,
wenige Pixel umfassende Strukturen und Klassengrenzen nur schlecht erkannt. Das ergänzte CNN
erfasst den lokalen Bildkontext detaillierter. Feine Strukturen bleiben in der Klassifizierung so
besser erhalten. Zur Vereinfachung des Transformer-Anteils des Netzwerks führen Wang et al.
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außerdem eine Linerarisierung der Attention-Berechnung ein.

Voelsen et al. [1] untersuchen die Verwendung verschiedener zwei- und dreidimensiona-
ler Convolutions zur Erfassung des zeitlichen und räumlichen Kontext bei Zeitserien von
Satelliten-Bilddaten (SITS) zur semantischen Segmentierung. Die Bilder einer Zeitserie um-
fassen dabei immer den gleichen Bereich der Erdoberfläche. Die verwendeten Daten stammen
aus einem Kalenderjahr und werden in zeitliche Intervalle (z. B. vier, zwölf Intervalle pro Jahr)
eingeteilt. Aus jedem Zeitraum wird jeweils ein Bild gewählt. Die so zusammengestellte SITS
wird durch Convolutions sowohl räumlich als auch zeitlich erfasst, wobei jedes Pixel effektiv eine
gemittelte Klassifizierung über den gesamten Zeitraum erhält. Dieses Vorgehen setzt zeitliche
Kontinuität der Landbedeckung voraus, mögliche Änderungen innerhalb einer SITS werden nicht
ausgegeben.

Die Betrachtungen von SITS mit Transformern stammen vor allem aus dem Bereich der Klas-
sifizierung von Nutzpflanzen. Dabei liegt der Fokus in der Regel auf der zeitlichen Extraktion
von Merkmalen, räumlicher Kontext aus den Bilddaten wird nur in geringem Umfang erhalten.
Sainte Fare Garnot et al. [29] verwenden SITS, bei denen in einem begrenzten Untersu-
chungsgebiet räumlich zufällig einzelne Pixel gezogen werden. Von den so gewählten Punkten
werden alle temporalen Daten verwendet. Die Daten der zufällig gezogenen Pixel eines Zeitpunktes
werden durch ein MLP in eine Vektorrepräsentation überführt. Als Position Embedding wird der
relative zeitliche Abstand zur ersten Aufnahme verwendet. Diese werden wie im ursprünglichen
Transformer-Netzwerk (vgl. Abschnitt 2.3) durch Sinus- und Cosinusterme in Vektorform über-
führt. Durch den Transformer-Encoder werden die einzelnen Zeitpunkte miteinander verknüpft.
Durch ein MLP über alle Zeitpunkte wird eine einzelne Klassifizierung pro SITS ausgegeben.
Einen vergleichbaren Ansatz verfolgt der SITS-Former von Yuan et al. [30]. Im Embedding
werden hier für jeden Zeitpunkt ein Bildbereich von 5 × 5 px durch eine Convolution erfasst und
in Vektorform überführt. Dadurch bleibt ein lokaler räumlicher Kontext erhalten. Alle Zeitpunkte
eines Bildbereiches werden als einzelne Tokens in den Transformer-Encoder eingegeben und
prozessiert. Durch den Aufbau des Encoders (vgl. Abschnitt 2.3) bleibt die Anzahl der Tokens
erhalten. Damit ist eine Klassifizierung für jeden Zeitpunkt möglich.
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4 Methodik

4.1 Monotemporale Klassifikation

Zunächst sollen verschiedene Transformer-Netzwerke zur Bildklassifizierung auf ihre grundsätzli-
che Eignung für die semantische Segmentierung von Bilddaten aus der Sentinel-2-Mission unter-
sucht werden. Dazu werden die nachfolgend beschreibenen Netzwerk-Architekturen implementiert
und mit monotemporalen Eingangsdaten trainiert und getestet. Geeignete Netzwerkarchitekturen
werden dann nachfolgend in Abschnitt 4.2.1 für die multitemporale Klassifikation von SITS
weiter untersucht.

4.1.1 Verwendete Netzwerk-Architekturen

Segmenter

Das erste untersuchte Netzwerk ist der sogenannte Segmenter von Strudel et al. [22]. Beim
Segmenter handelt es sich um eine Encoder-Decoder-Netzwerkstruktur, die den ViT als Encoder
verwendet. Dieser ist ausführlich in Abschnitt 2.4.1 beschrieben. Im ViT wird das Eingabebild
x ∈ RH×W ×B, wobei H × W die Anzahl der Pixel im Bild und B die Anzahl der Farbbänder
beschreibt, in n Patches der Größe p × p unterteilt. Die Patches werden durch eine lineare
Projektion in einen D-dimensionalen Vektor überführt (Patch Embedding) und mit dem Position
Embedding addiert. Der Klassifizierungs-Token des ViT wird beim Segmenter nicht benötigt.
In seinem Kern besteht der ViT aus N seriell angeordneten Transformer-Blöcken, in denen
der räumliche Bildkontext global über alle n Patches durch die Attention-Berechnung (vgl.
Abschnitt 2.3.1) erfasst wird. Die Ausgabe des Encoders nach N Layern ist z(N) ∈ RD×n. Zur
pixelweisen Klassifizierung führen Strudel et al. zwei unterschiedliche Decoder ein. Dies ist
entweder ein linearer Decoder (a) in Abbildung 4.1), oder ein Transformer-basierter Decoder (b)
in Abbildung 4.1), die alternativ zueinander verwendet werden.

Der lineare Decoder führt eine lineare Projektion der Encoder-Ausgabe gemäß Gleichung (4.1)
durch. Die Ausgabe ylin beinhaltet für jedes der n Patches einen Klassen-Score für alle M Klassen.

ylin = Wlin z(N), Wlin ∈ RM×D (4.1)

Ihren alternativen Ansatz bezeichnen Strudel et al. als Mask Transformer. Dieser Decoder
besteht aus einem Transformer-Block (vgl. Abschnitt 2.3.2) mit L seriell angeordneten Layern.
Es werden M Class-Tokens clsi ∈ RD×1 mit i ∈ {1, ..., M} eingeführt, die zunächst zufällig
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Abbildung 4.1: Schematische Darstellung des Segmenters. Als Decoder kann a) eine lineare Projektion
dienen. Alternativ wird b) eine Transformer-basierte Architektur verwendet.

initialisiert sind. Diese werden an die Ausgabe des Decoders z(N) angereiht, und gemeinsam
als Eingabe in den Mask Transformer z(0)

D = [z(N), cls1, ..., clsM ] ∈ RD×(n+M) verwendet. Ein
Decoder-Layer lässt sich durch Gleichung (4.2) beschreiben:
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(4.2)

Die Ausgabe des Mask Transformers z(L)
D nach L Transformer-Layern wird in die n Patch-Embed-

dings z(L)
D = [z(L)

D,1, ..., z
(L)
D,n] sowie die M Klassen-Tokens cls = [cls

(L)
1 , ..., cls

(L)
M ] analog zu

Gleichung (4.2) aufgeteilt. Durch ein Skalarprodukt zwischen den beiden Bestandteilen wird die
Ausgabe ymask bestimmt:

ymask = clsT z(L)
D , ymask ∈ RM×n. (4.3)

Die Ausgaben ylin bzw. ymask werden wieder in das ursprüngliche zweidimensionale Raster der
Dimension H/p × W/p überführt. Jedes der n Patches enthält dabei einen M -dimensionalen
Vektor. Dieser wird durch die Softmax-Funktion in die a posteriori Wahrscheinlichkeiten für die
Klassenzugehörigkeiten überführt. Die patchweise Klassifikation wird final durch eine bilineare
Interpolation auf die einzelnen Pixel übertragen.

Der ViT im Segmenter-Modell ist definiert durch die interne Dimension des Transformers D,
die Anzahl der Layer N sowie die parallelen Heads der MHA h. Die verwendeten Varianten des
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Segmenter-Encoders basieren auf zwei Varianten des ViT. Die Parameter sind in Tabelle 4.1 aufge-
führt. Die Benennung der Segmenter-Varianten orientiert sich an der jeweiligen ViT-Variante. Auf
die größte Variante ViT-L wird aufgrund begrenzt vorhandener Ressourcen zunächst verzichtet.

Tabelle 4.1: Verwendete Encoder-Varianten des Segmenters, diese basieren auf den Varianten des ViT
[6][22].

Segmenter ViT-Variante N D h No. Parameter (ViT)

Seg-S ViT-S 12 384 6 22M

Seg-B ViT-B 12 768 12 86M

Swin Transformer für semantische Segmentierung

Als zweite untersuchte Netzwerk-Architektur für die semantische Segmentierung wird ein Netz-
werk basierend auf dem Swin Transformer von Liu et al. [7] verwendet. Der eigentliche Swin
Transformer wird als Encoder in einer Encoder-Decoder-Struktur verwendet. Wie beim ViT wird
das Eingabebild x ∈ RH×W ×B erneut mit der Anzahl der Pixel H × W und der Anzahl der
Farbbänder B in Patches der Größe p × p unterteilt und diese in einen Vektor mit D Features
projiziert. Daraus ergibt sich die Eingabe in den Swin Transformer z(0) ∈ Rh×w×D mit h = H/p

und w = W/p. Wie in Abschnitt 2.4.2 beschrieben, besteht dieser aus vier Stages, wobei jede Sta-
ge S aus NS seriell angeordneter Swin Transformer Blöcken besteht. Diese setzen sich zusammen
aus dem W -MSA bzw. SW -MSA-Modul, in dem die Attention-Berechnung in einem Fenster
über die begrenzte Anzahl von d × d Patches durchgeführt wird. Dessen Ausgabe wird durch ein
MLP mit einem Hidden Layer (vgl. Abschnitt 2.2.2) weiter verarbeitet. Für das Hidden Layer
wird die vierfache Feature-Anzahl DH = 4D verwendet. Das MLP besitzt nach jedem Layer eine
ReLU-Nichtlinearität (vgl. Abschnitt 2.2). Die Eingabe in den Swin Transformer Block (STB)
sowie das MLP werden normalisiert, zudem sind sogenannte Residual-Verbindungen um diese
Blöcke angeordnet, die Ausgabe wird dabei mit der Eingabe addiert (vgl. Abschnitt 2.4.2).

Der Swin Transformer ist durch seine interne Dimension D, die Patch-Größe p, die Anzahl der
STB je Stage N = [N1, ..., N4] sowie die Anzahl paralleler Heads in der ersten Stage h und
Größe der Windows d für die Attention-Berechnung definiert. Analog zur Anzahl der Features
verdoppelt sich auch die Anzahl paralleler Heads von Stage zu Stage.

In Abbildung 4.2 ist der Aufbau des Encoder-Decoder-Netzwerks für die semantische Segmen-
tierung schematisch dargestellt. Nach jeder Stage des Swin Transformers werden jeweils 2 × 2
Patches zusammengefasst. Beim sogenannten Patch Merging wird zudem eine lineare Projektion
durchgeführt, bei der die Anzahl der Features eines Patches ausgehend von D verdoppelt wird. Im
Encoder entstehen so mehrere Bildrepräsentationen mit unterschiedlicher Skalierung und Anzahl
von Features. Im weiteren Verlauf werden die Ausgaben aller vier Stages S des Encoders z(NS)

S
weiterverwendet.
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Abbildung 4.2: Schematische Darstellung der verwendeten Encoder-Decoder-Architektur. Der Swin
Transformer dient als Encoder, der Decoder ist aus dem UPerNet von Xiao et al. [24]
übernommen. Die Ausgabe jeder Stage des Swin Transformers wird im Decoder weiter-
verwendet.

Abbildung 4.3: Schematische Darstellung des UPerNet-Decoders für semantische Segmentierung mit
dem Swin Transformer. Die quadratischen Felder entsprechen Convolution-Elementen
mit den jeweils Angegebenen Größen der Faltungsmatrix.

Als Decoder wird entsprechend der Arbeit von Liu et al. der Decoder des UperNet von
Xiao et al. [24] verwendet. Dieser ist schematisch in Abbildung 4.3 dargestellt. Die Ausgaben
der ersten drei Stages {z(N1)

1 , ..., z(N3)
3 } werden darin zunächst durch eine 1 × 1 Convolution

auf eine einheitliche Feature-Anzahl für den Decoder Ddeco,Swin gebracht. Die Ausgabe der
vierten Stage z(N4)

4 wird im sogenannten Pyramid Pooling Modul (PPM) von Zhao et al. [31]
weiterverarbeitet und ebenfalls auf die Decoder-Dimension Ddeco,Swin erweitert. In mehreren
Schritten aus Convolutions und Skalierung werden die Bildrepräsentationen auf eine einheitliche
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Form überführt und aneinandergereiht. Zwei abschließende Convolutions erreichen patchweise
Klassenwerte. Diese werden durch Interpolierung auf einzelne Pixel in den Patches übertragen und
können durch die Softmax-Funktion (vgl. Abschnitt 2.1.1) in die a posteriori Wahrscheinlichkeiten
für die Klassenzugehörigkeit überführt werden.

Modifizierter BuildFormer

Das dritte untersuchte Netzwerk basiert auf der Arbeit von Wang et al. [28]. Der dort vor-
gestellte BuildFormer ist für die pixelweise Extraktion von Gebäuden aus Satelliten-Bilddaten
vorgesehen. Für diese Arbeit wird das Modell so angepasst, dass es eine Klassifikation für mehrere
Klassen ermöglicht.

Das Modell ist unterteilt in den Spatial-detailed Context Path (SCP, Abbildung 4.4 oben) und
den Global Context Path (GCP, Abbildung 4.4 unten). Der GCP ist eine Abwandlung des Swin
Transformer-Modells. Wie beim Swin Transformer werden die Pixel des Eingabebilds zunächst
in Patches der Größe p × p zusammengefasst und durch eine lineare Projektion auf D Features
übertragen. Es folgen vier nacheinander angeordnete Stages, in denen das Bild analog zum Swin
Transformer in unterschiedlichen Skalierungen verarbeitet wird (siehe Abbildung 4.4). Jede Stage
beinhaltet NS BuildFormer-Blöcke (BFB), nach jeder Stage werden jeweils 2 × 2 Patches in
einem neuen Patch zusammengefasst, dabei wird die Anzahl der Features je Patch verdoppelt.

Kernbestandteil allgemeiner Transformer-Modelle wie auch der BFB ist die Attention-Berechnung
in Gleichung (2.16). Wang et al. schlagen zur Vereinfachung eine Linearisierung der darin
enthaltenen Softmax-Funktion (vgl. Gleichung (2.4)) vor. Diese wird durch eine Taylor-Reihe
erster Ordnung approximiert, wodurch sich die Komplexität der Attention-Berechnung zu O(n·D)
mit der Anzahl verwendeter Tokens n und der internen Dimension des Transformers D reduziert.

Anstelle des MLP im Swin Transformer Block wird zudem das sogenannte Convolutional MLP
(C-MLP) eingeführt. Dieses beinhaltet drei nacheinander durchgeführte Convolutions mit Norma-
lisierung und ReLU-Nichtlinearität zwischen den einzelnen Convolutions (siehe Abbildung 4.5).

Abbildung 4.4: Schematische Darstellung des BuildFormers. Das Modell ist aufgeteilt in den sogenannten
Spatial-detailed Context Path (SCP), der durch mehrere Convolution-Layer den lokalen
Kontext des Bildes erfasst und den Global Context Path, der eine vereinfachte Version
des Swin Transformers darstellt.[28, S.3]
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Abbildung 4.5: Schematische Darstellung eines BuildFormer-Blocks (BFB). Dieser besteht aus der
linearisierten W -MSA (W -LMHSA) und dem Convolutional-MLP (C-MLP) [28, S.5]

Parallel dazu besteht der SCP aus sechs seriell angeordneten sogenannten CBR-Blöcken. Diese
beinhalten nacheinander eine Convolution mit einer 3 × 3-Faltungsmatrix, Normierung und
ReLU-Nichtlinearität. Im ersten und dritten Block wird die Auflösung der Bildrepräsentation
jeweils halbiert, die Anzahl der Features wird schrittweise von dim1 = 96 zu dim6 = 384 erhöht
(vgl. Abbildung 4.5). Analog zum Swin Transformer wird die Anzahl paralleler Heads in der
Attention-Berechnung in jeder Stage ausgehend von h verdoppelt.

Als Decoder fungiert das sogenannte Context Aggregation Module. In diesem wird, analog zum
zuvor vorgestellten Deocoder des UPerNet (siehe Abbildung 4.2) zunächst die Ausgaben des GCP
verarbeitet. Diese werden ebenfalls schrittweise durch Convolutions verarbeitet und auf eine höhere
Auflösung interpoliert. Dabei werden durchgehend Ddeco,BF = 384 Features verwendet. Wie im
SCP werden auch im Decoder die sogenannten CBR-Blöcke für die durchgeführten Convolutions
mit Nichtlinearität eingesetzt. Nach dem vierten CBR-Block besitzt die Bildrepräsentation im
Decoder die gleiche Dimension wie die Ausgabe des SCP, diese wird additiv überlagert. Durch zwei
weitere Convolution-Layer mit Nichtlinearität sowie der Softmax-Funktion wird eine patchweise
Klassifizierung erreicht. Diese wird abschließend auf die einzelnen Pixel interpoliert.

4.1.2 Monotemporale Klassifikation mit multitemporaler Eingabe

Als Sonderform der monotemporalen Klassifikation werden die in Abschnitt 4.1.1 beschriebenen
Netzwerkarchitekturen zur gemeinsamen Klassifikation von Bilddaten aus T Zeitpunkten verwen-
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det. Um dies zu erreichen, werden die Eingabebilder xi ∈ RH×W ×B mit i = {1, ..., T} in ihrer
dritten Dimension aneinandergereiht, sodass das kombinierte Eingabebild X = [x1, ..., xT] ∈
RH×W ×T ·B mit T · B Farbkanälen entsteht. Das so zusammengefügte Bild beinhaltet Informatio-
nen aus allen Zeitpunkten. Durch dieses Vorgehen wird eine pixelweise Klassifizierung erstellt, die
für alle Zeitpunkte gemeinsam gültig ist. Mögliche Veränderungen über die T Zeitpunkte werden
nicht erfasst. Für das überwachte Training werden die pixelweisen Label des letzten Zeitpunktes
verwendet. Dies entspricht dem Vorgehen von Voelsen et al., die Ergebnisse werden mit den
dort präsentierten Ergebnissen verglichen.

4.2 Multitemporale Klassifikation

Für die Klassifikation multitemporaler Sentinel-2 Bilddaten werden zwei grundlegende Ansät-
ze verfolgt und untersucht. Der erste baut auf dem in Abschnitt 4.1.1 beschriebenen Swin
Transformer-basierten Netzwerk auf. Dieser stellte sich in den einführenden Untersuchungen
als vielversprechendstes Transformer-basiertes Netzwerk für die semantische Segmentierung
heraus. Im zweiten Ansatz werden die Bilddaten räumlich durch ein U-Net (vgl. Abschnitt 2.2.3)
prozessiert, zusätzlich wird eine Transformer-Architektur eingesetzt, um zeitlichen Kontext zu
erfassen. Beide Varianten sind dafür ausgelegt, dass eine Klassifizierung für alle eingegebenen
Zeitpunkte bestimmt wird.

4.2.1 Verwendete Netzwerkarchitekturen

Multitemporaler Swin Transformer

Das in Abschnitt 4.1.1 beschriebene Netzwerk bestehend aus dem Swin Transformer und einem
CNN-Decoder wird für die multitemporale Klassifikation angepasst. Als Eingabe wird die
Zeitserie xSITS = [x1, ..., xT] verwendet, in der Bilder von T Zeitpunkten aneinandergereiht sind.
xSITS besitzt die Größe T × H × W × B, wobei H × W erneut die Anzahl der Pixel im Bild und
B die Anzahl der Farbkanäle beschreibt. Das Netzwerk wird in seiner Struktur so modifiziert,
dass es ebenfalls eine Ausgabe der Klassifizierung der Größe T × H × W × M , also eine Ausgabe
je verwendetem Eingabezeitpunkt für alle M Klassen erzeugen kann. Hierfür werden sowohl am
Encoder als auch am Decoder Anpassungen vorgenommen.

Die Anpassungen des Encoders sind schematisch in Abbildung 4.6 dargestellt. Die Bilddaten
der einzelnen Zeitpunkte xt, t ∈ {1, ..., T} werden parallel in Patches unterteilt und in einen
D-dimensionalen Feature-Vektor überführt. Für das Patch Embedding der einzelnen Zeitpunkte
werden jeweils die gleichen Gewichte verwendet, wodurch einerseits die Anzahl der Parameter
geringer bleibt und andererseits das Netzwerk grundsätzlich mit einer unterschiedlichen An-
zahl von Zeitpunkten trainiert und verwendet werden kann. Analog zum Position Embedding
des ursprünglichen Transformers (vgl. Abschnitt 2.3) wird das sogenannten Time Embedding
eingeführt. Es beinhaltet den Aufnahmetag des Bildes innerhalb eines Jahres (Day of Year,
DoY) und wird zu jedem Patch addiert. Die Berechnung des Time Embedding wird nachfolgend
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Abbildung 4.6: Angepasster Encoder (Swin Transformer) für die multitemporale Erfassung von Ein-
gangsbildern. T Bilddaten werden zunächst parallel im Patch Embedding verarbeitet.
In Stage 1 des Swin Transformers wird der Spatio-Temporal Swin Transformer Block
verwendet. Anschließend werden die Zeitpuntke vereint. Ab Stage 2 ist der Swin Trans-
former unverändert.

ausführlich in Abschnitt 4.2.2 eingeführt. Die Eingabe in die erste Stage des modifizierten Swin
Transformer-Encoder sind T Bildrepräsentationen nach Gleichung (4.4).

z(0)
1,t = PE(xt) + TE(DoY t) (4.4)

Zentraler Bestandteil der ersten Stage im modifizierten Swin Transformer ist der sogenannte
Spatio-Temporal Swin Transformer Block (ST-STB). Wie in Abbildung 4.7 dargestellt, werden
die T Eingaben z(ℓ−1)

1,t zunächst parallel durch identische Swin Transformer Blöcke (STB, vgl.
Abbildung 4.7b) prozessiert. Die enthaltene W-MSA unterteilt das Bild in Windows bestehend
aus d × d Patches. Durch die Attention-Berechnung innerhalb eines Windows wird der räumliche
Kontext im Bild erfasst (vgl. Abschnitt 2.4.2).

Um zusätzlich zeitliche Informationen einzubeziehen, folgt anschließend der räumlich-zeitliche
STB∗. In diesem erfolgt die Attention-Berechnung in Windows der Größe d × d × T , es werden
also alle Zeitpunkte T in die Attention-Berechnung miteinbezogen. Analog zum Swin Transformer
werden im zweiten ST-STB jeweils um d/2 verschobene Windows zur Attention-Berechnung
verwendet.

Der ST-STB wird N1-Mal wiederholt. Die Ausgaben werden im Time Merging-Layer zunächst
zu Z(N1)

1 = [z(N1)
1,1 , ..., z(N1)

1,T ] der Größe h × w × T · D aneinandergereiht. Dies wird durch eine
lineare Projektion auf D Features reduziert. Die zweite und alle folgenden Stages bleiben vom
Swin Transformer unverändert.

Der Decoder behält die Grundstruktur nach Abbildung 4.3. Die Ausgaben der Stages 2-4 werden
im Decoder ebenfalls gemeinsam verarbeitet und anschließend für alle T Zeitpunkte verwendet.
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(a) Schematische Darstellung des Spatio-Temporal Swin Transformer-Blocks. (b) STB

Abbildung 4.7: Schematische Darstellung des Spatio-Temporal Swin Transformer Blocks (ST-STB)
der ersten Stage. Ein- und Ausgabe sind T Bildrepräsentationen z1,t. Diese werden
durch T parallele räumliche Swin Transformer Blöcke (STB) und den kombinierten
räumlich-zeitlichen STB∗ bestimmt.

Im obersten Decoder-Layer werden diese jeweils getrennt für die T Ausgaben des ST-STB genutzt.
Die Convolutions im letzten Layer teilen erneut für alle Zeitpunkte die Gewichte.

Multitemporales U-Net mit Time-Attention

Als alternativer Ansatz wird ein Netzwerk untersucht, das auf Transformer-Elemente für das
räumliche Erfassen der Bildinhalte verzichtet. Stattdessen werden die T Eingabebilder der
einzelnen Zeitpunkte durch parallele Encoder des U-Net (vgl. Abschnitt 2.2.3) verarbeitet. In den
parallelen Encodern werden die Einzelbilder xt ∈ RH×W ×B mit t ∈ {1, ..., T} schrittweise in eine
Repräsentation der Form x(5)

t ∈ Rh×w×8D überführt (vgl. Abbildung 4.8). Dabei beschreiben h =
H/16 und w = W/16 die reduzierte räumliche Dimension von x(5)

t , D entspricht der Anzahl der
Features in der ersten Encoder-Stufe. Diese Anzahl wird in den Stufen des Encoders schrittweise
erhöht und ist an der Ausgabe des Encoders D(5) = 8D. Die parallelen Encoder teilen dabei ihre
Gewichte, sodass eine Skalierung auf eine größere Anzahl von Zeitpunkten möglich ist.

Im Time Attention-Element wird für jeden Zeitpunkt das Time Embedding (siehe Abschnitt 4.2.2)
überlagert. Anschließend wird durch N = 6 seriell angeordneter Transformer-Blöcke (vgl. Ab-
schnitt 2.3) der zeitliche Kontext erfasst. Die MHA wird dabei mit h = 8 parallelen Heads
berechnet. Als interne Dimension der Attention-Berechnung wird die Anzahl der Ausgabefeatures
des Encoders D(5) = 8D verwendet.

Beim Decoder des Netzwerks werden die T Zeitpunkte wieder parallel im unveränderten
U-Net Decoder verarbeitet. Wie im Encoder werden auch hier die Gewichte geteilt. Durch
die Softmax-Funktion wird die Ausgabe des Decoders in eine gültige Wahrscheinlichkeitsvertei-
lung überführt, die Klassifizierung erfolgt anhand der maximalen a posteriori Wahrscheinlichkeit.
Für jeden der T Zeitpunkte wird eine pixelweise Klassifizierung ausgegeben.
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Abbildung 4.8: Schematische Darstellung des multitemporalen U-Net. Encoder und Decoder sind T par-
allel angeordnete, unveränderte Elemente des U-Net von Ronneberger et al. [15].
Am tiefsten Punkt des Netzwerkes werden die T Zeitpunkte durch den
Attention-Mechanismus miteinander verknüpft.

4.2.2 Time Embedding

Das Time Embedding soll für ein Bild die Information des Aufnahmedatums in eine Vektorform
überführen, sodass diese Information zu den Features eines Patches addiert werden kann. Nach
dem Ansatz von Sainte Fare Garnot et al. (vgl. Abschnitt 3.2) werden die Sinus- und
Cosinus-Terme des Position Embedding (vgl. Abschnitt 2.3) verwendet, um die Aufnahme-
zeitpunkte der Zeitserie in Vektorform zu überführen. Dazu wird der Tag des Jahres (Day of
Year) DoY ∈ {1, ..., 365}1 des Aufnahmedatums als Variable verwendet. Für den D-dimensionalen
Feature-Vektor berechnet sich das Time Embedding des i-ten Elements mit i ∈ {1, ..., D} nach
Gleichung (4.5).

tei =


sin
(
10000− 2i

D DoY
)
, wenn i ∈ 2k, k ∈ N

cos
(
10000− 2i

D DoY
)
, wenn i ∈ 2k + 1, k ∈ N

(4.5)

Zusammengefasst im Vektor TE(DoY ) = [te1, ..., teD]T kann dies z. B. dem Patch Embedding
additiv überlagert werden (vgl. Abbildung 4.6).

4.3 Training

Die Parameter bzw. Gewichte des jeweils betrachteten Netzwerks werden im Training iterativ
anhand der Trainingsdaten aktualisiert. Die Optimierung erfolgt jeweils anhand einer Verlust-
funktion, berechnet über Minibatches der Größe b. Für das Training der Netzwerke wird eine
modifizierte Form der Cross Entropy-Verlustfunktion verwendet (vgl. Abschnitt 2.1.2). Basierend
auf der Arbeit von Wittich und Rottensteiner [32] wird diese um eine Klassengewichtung

1der 29. Februar wird äquivalent zum 01. März als DoY = 60 verwendet
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wk, k ∈ {1, ..., M} ergänzt, wobei M hier erneut die Anzahl der Klassen beschreibt. Die Verlust-
funktion aus der gesamten Anzahl N = T ·H ·W ·b der Pixel aus T Zeitpunkten eines Minibatches
errechnet und ist in Gleichung (4.6) aufgeführt. Dabei beschreibt ynk die Wahrscheinlichkeit der
Klassenzugehörigkeit des n-ten Pixel zur Klasse k. Durch das Truth-Label tnk wird sichergestellt,
dass nur die Wahrscheinlichkeit der korrekten Klasse des Pixel n in die Verlustfunktion einfließt
(vgl. Abschnitt 2.1.2).

L = − 1
N

N∑
n=1

M∑
k=1

tnk ln (ynk) wk (4.6)

Die modifizierte Verlustfunktion eignet sich besonders für Trainingsdaten, in denen Klassen
unterschiedlich stark repräsentiert sind. Häufig auftretende Klassen beeinflussen die einfache
Cross-Entropy-Verlustfunktion stärker, als wenig auftretende. Somit wird das Netzwerk schlechter
auf die Vorhersage der wenig auftretenden Klassen trainiert. Die Gewichtung wk berechnet sich
aus der klassenspezifischen Intersection over Union (IoU, siehe Abschnitt 4.4).

wk = (1 − ∆IoU k)κ =
[
1 − (IoU k − 1

M

M∑
h=1

IoU h)
]κ (4.7)

Dabei beschreibt ∆IoUk die Differenz der IoU der Klasse k mit dem arithmetischen Mittelwert der
IoUs aller M Klassen. Somit wird eine, nach Bewertung anhand der IoU, unterdurchschnittlich
gut vorhergesagte Klasse k stärker gewichtet (wk > 1). In der ersten Trainingsepoche wird auf
die Gewichtung verzichtet (wk = 1 ∀ k ∈ {1, ..., M}). Im Verlauf des Trainings wird jeweils
der Mittelwert der IoUs der letzten zehn Epochen für die Berechnung des Gewichtungsfaktors
verwendet. Dadurch wird dieser stabilisiert. In den ersten zehn Epochen wird jeweils der Mittelwert
aller IoUs verwendet. Der Exponent κ wird hier entsprechend der Arbeit von Voelsen et al.
mit konstant mit κ = 3 gewählt.

Für die Aktualisierung der Parameter (Gewichte) der Netzwerke ist die Lernrate η als Hyper-
parameter definiert (vgl. Abschnitt 2.1.2). Diese wird von einer anfänglichen Lernrate η0 alle
10 Epochen mit dem Faktor fred < 1 multipliziert:

ηe = η0 · fred
k, mit k =

⌊
e

10

⌋
, (4.8)

wobei e die aktuelle Epoche des Trainingsprozesses und ηe die aktuelle Lernrate der Epoche
beschreibt. Die Reduzierung der Lernrate ist notwendig, um einerseits zunächst schnellen Lern-
fortschritt zu ermöglichen und andererseits Konvergenz nach einer größeren Anzahl Epochen zu
erreichen [9, S.290 ff].
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4.4 Bewertungskriterien

Um Klassifikationsergebnisse eines ML-Modells bewerten zu können, werden verschiedene Metri-
ken verwendet. Nachfolgend werden einige verbreitete Metriken eingeführt, die auch im weiteren
Verlauf der Arbeit zur Bewertung der Ergebnisse herangezogen werden. Zur Beschreibung der
Berechnung werden Kürzel gemäß Tabelle 4.2 verwendet. Da in dieser Arbeit pixelweise Klassifi-
kationen durchgeführt werden sollen, bezieht sich die Berechnung jeweils auf Pixel. Grundsätzlich
können die Gleichungen (4.9) - (4.13) aber auch für andere Klassifizierungsaufgaben angewandt
werden.

Tabelle 4.2: Verwendete Kürzel für die Beschreibung der Bewertungsmetriken, die Beschreibung bezieht
sich jeweils auf eine konkrete Klasse Ci

Kürzel Bedeutung Beschreibung

TP True Positive Anzahl korrekt klassifizierter Pixel

FP False Positive Anzahl fälschlich zugeordneter Pixel

TN True Negative Anzahl korrekt einer anderen Klasse zugeordnet

FN False Negative Anzahl fälschlich einer anderen Klasse zugeordnet

Die Genauigkeit (engl.: Overall Accuracy, OA) bewertet die gesamte Klassifikation über alle
M Klassen. Dabei wird der Anteil aller korrekt klassifizierter Pixel aus einer Gesamtanzahl
von N Pixeln berechnet:

OA =
∑M

i=1 TPi
N

. (4.9)

Gebräuchlich ist es zudem, die Korrektheit (engl.: precision, Pi) und Vollständigkeit (engl.: re-
call, Ri) aller Klassifizierungen einer Klasse Ci zu berechnen. Die Vollständigkeit (Gleichung (4.10))
gibt dabei an, wie das Verhältnis korrekt klassifizierter zu allen tatsächlichen Pixeln einer Klasse
ist. Die Korrektheit (Gleichung (4.11)) bestimmt den Anteil der korrekt klassifizierten Pixel aus
der Menge aller Ci zugeordneter Pixel.

Ri = TPi
TPi + FNi

, (4.10)

Pi = TPi
TPi + FPi

(4.11)

Der sogenannte F1-Score bildet das harmonische Mittel aus Pi und Ri:

F1i = 2
Ri + Pi

, (4.12)
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bei Mehrklassenproblemen wird häufig der arithmetische Mittelwert aller klassenspezifischer
F1-Scores gebildet. Dieser sogenannte mean F1-Score wird neben der Genauigkeit als übergrei-
fendes Qualitätsmaß für die gesamte Klassifizierung verwendet. Eine alternative Metrik, die
ebenfalls Korrektheit und Vollständigkeit berücksichtigt, ist die sogenannte Intersection over
Union (IoU). Diese ist in Gleichung (4.13) aufgeführt. [10]

IoUi = TPi

TPi + FPi + FNi
(4.13)
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5 Experimente

Nachfolgend werden die durchgeführten Experimente vorgestellt. Zunächst wird der verwendete
Datensatz eingeführt, anschließend werden für jede der in Kapitel 4 beschriebenen Netzwerk-
Architekturen die gewählten Modell- und Hyperparameter der durchgeführten Experimente
beschrieben und die Ergebnisse präsentiert.

5.1 Verwendeter Datensatz

Beim verwendeten Datensatz handelt es sich um Sentinel-2 Bilddaten, die im Zeitraum von
Januar 2019 bis Dezember 2022 aufgenommen wurden. Räumlich beschränken sie sich auf das
deutsche Bundesland Niedersachsen. Die ESA stellt die Bilddaten aus der Sentinel-2-Mission in
unterschiedlichen Verarbeitungsstufen bereit. Für diese Arbeit werden prozessierte Daten des
Level-2a verwendet. In diesen liegen die Bilddaten georeferenziert vor, es wird eine pixelweise
Wahrscheinlichkeit für Wolkenbedeckung bestimmt und atmosphärische Einflüsse auf die einzelnen
Spektralbänder werden korrigiert [33]. Aus den Daten werden die vier Spektralbänder der Farben
rot (R), grün (G), blau (B) sowie des nahen Infrarotbereichs (NIR) verwendet. Alle Bänder weisen
die gleiche Bodenauflösung1 von GSD = 10 m auf. In den Experimenten werden die Pixelwerte
entweder gemäß Gleichung (5.1) standardisiert oder auf den Wertebereich [0, 1] normalisiert.

x∗
ij,b = xij,b − µb

σb
(5.1)

Die Standardisierung eines Pixelwertes xij,b im Band b erfolgt gemäß Gleichung (5.1), wobei
µb den Mittelwert und σb die Standardabweichung des Band b beschreibt. Diese wurden von
Voelsen et al. näherungsweise anhand einer Stichprobe des Datensatzes im Zeitraum von
2019 bis 2020 bestimmt und sind in Tabelle 5.1 aufgeführt. Die Normalisierung erfolgt anhand
der minimalen und maximalen Pixelwerte im Spektralband.

1engl.: Ground Sampling Distance (GSD)
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Tabelle 5.1: Eigenschaften der verwendeten Spektralbänder der Sentinel-2 Satellitenbilddaten.

Spektralband µb σb xmin xmax

R 434,08 623,75 0 10000

G 366,94 666,29 0 10000

B 355,66 489,06 0 10000

NIR 1261,52 2409,76 0 10000

Dem Vorgehen von Voelsen et al. folgend, wird eine Unterteilung der Gesamtfläche des Landes
Niedersachsen in quadratische Bereiche der Größe 8 × 8km2 verwendet. Die Bildbereiche werden
als BE8-Kacheln bezeichnet. Aufgrund der vorhandenen GSD entspricht eine BE8-Kachel einem
Einzelbild von 800 × 800px. Die Unterteilung der Landesfläche ist in Abbildung 5.1 dargestellt.
In jeder der BE8-Kacheln liegen Bilddaten verschiedener Aufnahmezeitpunkte vor. Die Anzahl
variiert z. B. aufgrund der Bewölkung. Bei einer mittleren Wahrscheinlichkeit für Wolken pC > 5 %
wird das aufgenommene Bild nicht verwendet.

Abbildung 5.1: Unterteilung der Landesfläche Niedersachsens in BE8-Kacheln. Graue und grüne Kacheln
werden zum Training und zur Validierung verwendet. Schwarze und rote Kacheln
werden als Testkacheln verwendet, wobei in roten Kacheln korrigierte Labels vorliegen.
Abbildung übernommen von Voelsen et al. [1].

Für das überwachte Training sind Labels für die einzelnen Pixel der Trainingsdaten erforderlich.
Hierfür werden Daten des Amtlichen Topographisch-Kartographischen Informationssystems
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(ATKIS) verwendet. Die Landbedeckung ist dort in 113 Klassen unterteilt, die in 9 übergeordnete
Klassen zusammengefasst werden. Diese zusammengefassten Klassen werden auch für diese Arbeit
verwendet. Eine Aktualisierung der Labels erfolgt alle drei Monate zum Ende der Monate März,
Juni, September und Dezember.

Insgesamt werden 810 der BE8-Kacheln zum Training verwendet, je 36 für Validierung und Test
der Klassifikationsergebnisse. Drei weitere BE8-Kacheln wurden von Voelsen et al. manuell
geprüft und korrigiert, diese sind in Abbildung 5.1 rot dargestellt, dabei wurden rund 18 % der
Labels korrigiert. Die verwendeten Klassen und deren Häufigkeit in den Trainings- und Testdaten
sind in Tabelle 5.2 aufgeführt. Die verwendete Farbe für die Darstellung der Klassen ist dort
ebenfalls angegeben.

Tabelle 5.2: Verwendete Klassen für die Klassifizierung der Landbedeckung.

Anteil der Klasse an Daten [%]
Index Klassenname Farbe Trainingsdaten Testdaten korr. Testdaten

1 Gebäude rot 7,3 9,0 7,9

2 Versiegelte Fläche grau 0,2 0,3 2,2

3 Landwirtschaft gelb 31,0 44,1 56,5

4 Grünland hellgrün 17,3 19,5 12,0

5 Wald dunkelgrün 16,4 18,8 9,0

6 Fließgewässer dunkelblau 1,4 0,2 1,2

7 Stehendes Gewässer hellblau 0,6 0,8 1,6

8 Meer türkis 9,9 4,0 9,0

9 Brachland braun 0,6 0,6 0,6

Für die Versuche mit monotemporaler Eingabe zur Klassifikation werden zufällig Einzelbilder aus
der gesamten Menge der vorhandenen Bilddaten gewählt. Die multitemporale Eingabe besteht aus
SITS eines Zeitraums von einem Kalenderjahr. Hierfür wird das Jahr in T Intervalle unterteilt. In
einer BE8-Kachel wird im Trainng für jedes Zeitintervall zufällig ein Bild gewählt, das innerhalb
der Intervallgrenzen aufgenommen wurde. Für T = 4 wird beispielsweise in einer BE8-Kachel
je ein Bild aus den Monaten Januar bis März, April bis Juni, Juli bis September und Oktober
bis Dezember zufällig ausgewählt. Für die Auswertung der Klassifikationsergebnisse wird in
jedem Intervall das Bild verwendet, das zeitlich am nächsten an der Intervallmitte liegt. Damit
ist sichergestellt, dass die Bewertung immer auf der gleichen Basis erfolgt. Zur Berechnung
des Time Embedding (vgl. Abschnitt 4.2.2) wird das genaue Aufnahmedatum der Einzelbilder
übergeben. Bei Versuchen, in denen bei multitemporaler Eingabe nur eine Ausgabe erzeugt
wird, werden im überwachten Training die Labeldaten des letzten Zeitpunktes verwendet. Bei
multitemporaler Klassifikation mit ebenso multitemporaler Ausgabe werden dagegen Labeldaten
für alle Zeitpunkte im Training berücksichtigt.
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5.2 Setup der Experimente

Die hier durchgeführten Experimente orientieren sich im Vorgehen an Voelsen et al.. Damit
soll eine grundsätzliche Vergleichbarkeit der Ergebnisse mit der CNN-Architektur des U-Net (vgl.
Abschnitt 2.2.3) als Stand der Technik erhalten bleiben. Aus den Einzelbildern der Größe 800 ×
800 px (BE8-Kacheln) werden zufällig quadratische Bereiche der Größe P × P ausgewählt.
Standardmäßig wird hier die Größe P = 256 px verwendet. Zur Augmentation werden die
Ausschnitte zusätzlich zufällig um 90◦ gedreht sowie horizontal und vertikal gespiegelt. Wo
verfügbar, wird ein vortrainiertes Netzwerk verwendet. Die Verwendung vortrainierter Netzwerke
sowie die Augmentation der vorhandenen Daten folgt der Empfehlung von Steiner et al. (vgl.
Abschnitt 3.1) für das Training des ViT (Segmenter, Abschnitt 5.3.1) und wird auch für das
Training des Swin Transformers (Abschnitt 5.3.2) und BuildFormers (Abschnitt 5.3.3) angewandt.

Der vorhandene Datensatz wird wie in Abschnitt 5.1 beschrieben in Trainings-, Validierungs- und
Testdaten unterteilt. Jede Netzwerkvariante wird zunächst für 50 Epochen mit je 10 000 Einzel-
bildern trainiert. Nach 50 Epochen wird anhand der qualitativen und quantitativen Ergebnisse
entschieden, ob das Netzwerk noch weiter bis zu maximal 100 Epochen trainiert wird. Diese
Unterteilung wird durchgeführt, um den Ressourcenbedarf im Training zu verringern. In jedem
Fall wird das Training abgebrochen, wenn die Overall Accuracy (vgl. Abschnitt 4.4) der Validie-
rungsdaten innerhalb von 10 Epochen nicht zunimmt. In den hier untersuchten Netzwerken wird
dies meist nach 40 bis 70 Epochen erreicht.

Wo nicht anders beschrieben, wird im Training der ADAM-Optimierer von Kingma und Ba [34]
verwendet. Dessen Parameter sind festgelegt zu β1 = 0, 9 und β2 = 0, 999. Die Aktualisierung
der Gewichte eines Netzwerks erfolgt anhand von Minibatches der Größe b = 4, für komplexe
Modelle wird diese gegebenenfalls reduziert. Die anfängliche Lernrate η0 wird im jeweiligen
Versuch definiert. Sie wird, wie in Abschnitt 4.3 beschrieben, alle 10 Epochen durch den Faktor
fred = 0, 7 reduziert. Die bei Transformer-Netzwerken etablierte Methode der Stochastic Depth
nach Huang et al. [35] wird im Training verwendet. Pfade im Netzwerk werden dabei mit
einer Wahrscheinlichkeit von bis zu pL = 0, 2 übersprungen. Das Training wird jeweils auf einem
Grafikprozessor (GPU) durchgeführt.

Die Bewertung der Experimente erfolgt anhand der vollständigen BE8-Kacheln. Um diese
gesamtheitlich zu klassifizieren, wird ausgehend von der linken oberen Ecke des Bildes jeweils
ein Bereich der Größe P × P klassifiziert. Der betrachtete Bereich wird schrittweise horizontal
und vertikal um P/2 px verschoben, sodass abschnittsweise die gesamte BE8-Kachel verarbeitet
wird. In der Mitte der Kachel überlagern sich durch dieses Vorgehen bis zu vier Klassifizierungen
aus Teilbereichen. Hier wird in jedem Pixel der arithmetische Mittelwert der berechneten a
posteriori Wahrscheinlichkeiten je Klasse berechnet, um das finale Ergebnis zu erhalten. Als
Bewertungskriterien werden die in Abschnitt 4.4 beschriebenen Maße verwendet. Während die
Genauigkeit (OA) einen Überblick über die gesamte Klassifizierung gibt, beschreibt der F1-Score
klassenspezifisch die Qualität der Klassifizierung. Zusätzlich wird der arithmetische Mittelwert
aller F1-Scores (mF1) angegeben. In diesem werden alle Klassen, unabhängig ihrer Häufigkeit
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in den Testdaten (vgl. Tabelle 5.2), gleichermaßen gewichtet. Experimente werden, wenn nicht
anders angegeben, dreimal durchgeführt, um die Varianz der Ergebnisse quantifizieren zu können.

5.3 Monotemporale Klassifikation

Nachfolgend sollen zunächst die in Abschnitt 4.1.1 beschriebenen Netzwerke hinsichtlich ihrer
Eignung für die semantische Segmentierung von Satellitendaten untersucht werden. Hierfür
werden jeweils verschiedene Experimente durchgeführt und ausgewertet.

5.3.1 Segmenter

Beschreibung der Experimente

Das erste untersuchte Modell ist der Segmenter, der zuvor in Abschnitt 4.1.1 beschrieben
wurde. Dabei sollen einerseits die in Tabelle 4.1 beschriebenen Varianten des ViT untersucht
werden, um zu überprüfen, wie sich die Parameter des ViT auf die Ergebnisse auswirken.
Außerdem ist zu erwarten, dass die Patch-Größe p einen großen Einfluss auf die semantische
Segmentierung hat. Diese soll daher mit der üblichen Größe des ViT pbase = 16 px sowie der
reduzierten Größe pred = 8 px betrachtet werden. Untersucht werden die Modelle des Segmenters
in Tabelle 5.3, die Bezeichnung der Modelle ist von Strudel et al. übernommen. Ziel ist es,
das beste Segmenter-Modell zu bestimmen. Training und Auswertung der Netzwerke wird wie in
Abschnitt 5.2 beschrieben durchgeführt.

Tabelle 5.3: Durchgeführte Experimente mit dem Segmenter.

# Bezeichnung Encoder Decoder Patch-Größe p

1 Seg-S-Mask/16 Seg-S Mask-Transformer 16 px

2 Seg-B-Mask/16 Seg-B Mask-Transformer 16 px

3 Seg-S-Mask/8 Seg-S Mask-Transformer 8 px

4 Seg-B/8 Seg-B Linear 8 px

Ergebnisse

Die Klassifizierungsergebnisse sind in Abbildung 5.2 beispielhaft für eine BE8-Kachel mit
korrigierten Labels dargestellt. Die Abbildung zeigt die Ergebnisse des quantitativ besten
Segmenter-Modells (vgl. Tabelle 5.4). Bei einer rund achtfachen Anzahl von Parametern im
Vergleich zum U-Net liegt die OA des Modells Seg-B-Mask/16 (vgl. Abschnitt 4.1.1) ca. 10 Pro-
zentpunkte niedriger. Aufgrund der gewählten Patch-Größe von pbase = 16 px ist auch das
Klassifizierungsergebniss nur grob aufgelöst. Insbesondere für Bereiche, die nur wenige Pixel
einnehmen, zeigt sich die inhärente Schwäche für die semantische Segmentierung. Gut sichtbar
ist dies beispielsweise anhand der Klasse Fließgewässer (dunkelblau) in der oberen Bildhälfte.
Die als Fließgewässer klassifizierten Bereiche sind stellenweise unterbrochen, an anderen Stellen
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Abbildung 5.2: Beispielhafte Klassifizierungsergebnisse des Segmenters (Seg-B-Mask/16, rechts) im
Vergleich zu korrigierter Vorgabe (links). Die Farben der Klassen sind in Tabelle 5.2
aufgeführt.

Tabelle 5.4: Klassifizierungsergebnisse der Segmenter-Netzwerke, das 2D-U-Net von Voelsen et al.
ist zum Vergleich angegeben. Anzahl der Parameter (Par.) gerundet in Millionen. Spalte
Vor. gibt an, ob ein vortrainiertes Netzwerk verwendet wurde. Beim Modell Seg-B-Lin/8
wurde nur ein Versuch durchgeführt.

Testdaten korr. Testdaten
Modell No. Par. Vor. OA[%] mF1 OA[%] mF1
2D-U-Net 13,4 M nein 85, 7 74, 9 81, 2 67, 8
Seg-S-Mask/16 26,1 M ja 72, 6 ± 0, 2 49, 8 ± 0, 4 72, 2 ± 0, 2 51, 2 ± 0, 3
Seg-B-Mask/16 102,0 M ja 74, 3 ± 0, 3 53, 1 ± 0, 2 72, 9 ± 0, 1 50, 4 ± 2, 1
Seg-S-Mask/8 25,8 M nein 62, 9 ± 0, 3 42, 9 ± 1, 9 60, 2 ± 1, 2 32, 0 ± 3, 2

Seg-B-Lin/8(∗) 86,1 M ja 67, 4 49, 3 66, 0 39, 2

nehmen sie aufgrund der Patch-Größe aber deutlich verbreiterte Bildbereiche ein. Quantitativ
zeigt sich dies in den klassenspezifischen F1-Scores. Den höchsten individuellen F1-Score erreicht
die Klasse Landwirtschaft mit F13 = 85, 3. Diese Klasse besteht vor allem aus großflächigen
Ackerflächen, die auch durch größere Patches gut erfasst werden können. Die zuvor beschriebene
Klasse Fließgewässer (mF16 = 4, 2) wird dagegen schlecht, die Klasse für versiegelte Fläche
(mF12 ≈ 0) nur in vereinzelten Pixeln vorhergesagt.

Bei einer Verkleinerung der Patch-Größe auf pred = 8 px zeigen sich zwei Probleme des ViT.
Für das Modell Seg-S-Mask/8 sind keine vortrainierten Modelle verfügbar. Ohne extensives
Vortraining war das Erreichen ausreichender Ergebnisse mit begrenzten Ressourcen nicht möglich.
Für das Modell Seg-B-Linear/8 steht von Strudel et al. nur ein Modell für eine andere
Eingabegröße von 512 × 512 px zur Verfügung. Durch Interpolation kann dieses im Patch
Embedding auf die hier verwendete Eingabegröße von 256 × 256 px übertragen werden. Die
Ergebnisse sind aber qualitativ wie quantitativ ungenügend. Eine Anwendung des Modells in
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der ursprünglichen Bildgröße von 512 × 512 px führt zum vierfachen Berechnungsaufwand und
konnte durch eine einzelne GPU auch bei Reduzierung der Größe eines Minibatches zu b = 1
nicht berechnet werden.

Die Architektur des ViT erfordert die Wahl vergleichsweise großer Patches für die globale
Attention-Berechnung. Für die semantische Segmentierung bedeutet dies, dass die Ausgabe
auch mit aufwendigen Decoder-Strukturen (z. B. Mask Transformer) nur eine grobe Auflösung
besitzen kann. Die naheliegende Verbesserung durch kleinere Patch-Größen führte schnell zu
prohibitiven Speicheranforderungen in der Attention-Berechnung. Aus diesen Gründen wird der
ViT und damit das Segmenter-Modell als ungeeignet für die semantische Segmentierung von
Fernerkundungsdaten bewertet und im weiteren Verlauf der Arbeit nicht weiter verfolgt.

5.3.2 Swin Transformer für semantische Segmentierung

Beschreibung der Experimente

In diesem Abschnitt wird der Swin Transformer für semantische Segmentierung, beschrieben in
Abschnitt 4.1.1, untersucht. Dabei wird zunächst die kleinste der von Liu et al. beschriebenen
Varianten des Swin Transformers, Swin-T verwendet. In den ersten Versuchen wird der Einfluss
des Decoders auf die Klassifizierungsergebnisse bestimmt (Experimente #1 und#2 in Tabelle
5.5). Anschließend soll durch Variation der Window-Größe d untersucht werden, wie sich zusätz-
licher und reduzierter räumlicher Kontext in der Attention-Berechnung auswirken. Die hierzu
verwendeten Modell-Parameter sind in Tabelle 5.5 aufgeführt. Ein vortrainiertes Modell (Vor. in
Tabelle 5.5) ist nur für den unveränderten Swin Transformer (Swin-T) verfügbar, daher werden
Versuche mit und ohne vortrainierte Modelle durchgeführt, um den Einfluss des Vortrainings
bewerten zu könnnen.

Tabelle 5.5: Modell-Parameter des Swin Transformers.

# Encoder Vor. N D p d h Ddeco,Swin

1 Swin-T ja [2, 2, 6, 2] 96 4 7 3 384

2 Swin-T ja [2, 2, 6, 2] 96 4 7 3 512

3 Swin-T nein [2, 2, 6, 2] 96 4 7 3 512

4 Swin-T-5 nein [2, 2, 6, 2] 96 4 5 3 512

5 Swin-T-10 nein [2, 2, 6, 2] 96 4 10 3 512

Da der Swin Transformer sich in den ersten Versuchen als vielversprechendstes Netzwerk zeig-
te, werden anschließend mit der Modellvariante Swin-T (vgl. Tabelle 5.5, #2) als Encoder
Untersuchungen zum Netzwerkverhalten im Training durchgeführt. Insbesondere soll in mehre-
ren Versuchen die besten Kombination aus Optimierer und Lernrate η0 ermittelt werden. Als
Decoder-Dimension wird Ddeco,Swin = 512 verwendet, die betrachteten Optimierer sind zum einen
SGD (Abschnitt 2.1.2) und der in Abschnitt 5.2 eingeführte ADAM-Optimierer. Das Training
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wird jeweils ausgehend von einem vortrainierten Netzwerk von Liu et al. durchgeführt. Die
Ergebnisse werden anhand ihrer Validierungsgenauigkeiten miteinander verglichen.

Tabelle 5.6: Untersuchte Variation der Trainingsparameter für Swin-T

# Encoder Optimierer η0

11 Swin-T ADAM 6 · 10−6

12 Swin-T ADAM 6 · 10−5

13 Swin-T ADAM 6 · 10−4

14 Swin-T ADAM 6 · 10−3

15 Swin-T SGD 1 · 10−2

16 Swin-T SGD 1 · 10−3

17 Swin-T SGD 1 · 10−4

18 Swin-T SGD 1 · 10−5

Wie in Abschnitt 4.1.1 beschrieben, wird der Swin Transformer zusätzlich für die semantische
Segmentierung mittels SITS mit Bilddaten aus T Zeitpunkten innerhalb eines Jahres untersucht.
Damit soll bestimmt werden, wie sich die zusätzlichen Eingabezeitpunkte auf die Klassifizierung
auswirken. Entsprechend der Ergebnisse von Voelsen et al. für CNN-Architekturen ist zu
erwarten, dass die Klassifizierung durch die zusätzlichen Informationen besser ausfallen kann,
als bei einer monotemporalen Eingabe. Aufgrund des erhöhten Berechnungsaufwands wird die
Decoder-Dimension Ddeco,Swin für diese Versuche teilweise reduziert. Die durchgeführten Versuche
sind in Tabelle 5.7 aufgeführt. Es wird die von Liu et al. verwendete Anfangslernrate von
η0 = 6 · 10−5 verwendet.

Tabelle 5.7: Versuchsparameter für die monotemporale Klassifikation mit Swin Transformer und multi-
temporaler Eingabe.

# Encoder T Opt. η0 Ddeco,Swin

21 Swin-T 4 ADAM 6 · 10−5 512

22 Swin-T 12 ADAM 6 · 10−5 512

Ergebnisse

Die Ergebnisse der Versuche 1-5 sind in Tabelle 5.8 aufgeführt. Die semantische Segmentierung
mit dem Swin Transformer erreicht insgesamt bessere Ergebnisse als der zuvor beschriebene
Segmenter (vgl. Abschnitt 5.3.1). Ein beispielhaftes Ergebnis ist in Abbildung 5.3 dargestellt.
Qualitativ zeigt sich hier der Vorteil der deutlich verringerten Patch-Größe p = 4. Dadurch ist
eine wesentlich feiner aufgelöste Klassifizierung der Eingabebilder möglich.

Insbesondere bei Verwendung eines vortrainierten Netzwerks (Versuch #2) erreicht die semanti-
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Abbildung 5.3: Klassifizierungsergebnis des Swin Transformers für semantische Segmentierung (Ver-
such #2). Die Farben sind in Tabelle 5.2 beschrieben. Dargestellt ist die gleiche Klas-
sifizierungsaufgabe wie in Abbildung 5.2. Links ist die Referenz, rechts das Ergebnis
dargestellt.

sche Segmentierung mit dem Swin Transformer auch im Vergleich zum CNN von Voelsen et al.
sehr gute Ergebnisse. Die Genauigkeit (−1, 1 %) und der mittlere F1-Score (−2, 0 %) fallen bei
der Klassifizierung der Testdaten schlechter aus, bei den korrigierten Testdaten übertrifft der
Swin Transformer dagegen das CNN. Insbesondere übertrifft der mittlere F1-Score (+4, 6 %) die
bisherigen Ergebnisse deutlich. Besonders die Klassen, die im CNN für die korrigierten Testdaten
am schlechtesten klassifiziert wurden, zeigen beim Swin Transformer die größten Verbesserungen.
Dies sind Klasse 2 (versiegelte Fläche) mit F12 = 36, 8 % (+13, 1 %) und Klasse 9 (Brachland)
mit F19 = 59, 4 % (+19, 0 %). Die einzige deutliche Verschlechterung zeigt sich bei Klasse 6
(Fließgewässer) mit F16 = 56, 7 % (−8, 6%).

Die Reduzierung der Modellkomplexität gegenüber Liu et al. durch Verringerung der Featurean-
zahl im Decoder zu Ddeco,Swin = 384 (Versuch #1) führt zu einer deutlichen Verschlechterung der
Klassifizierungsergebnisse. Die Genauigkeit nimmt bei den Testdaten um rund 8 % ab, der mitterle
F1-Score um 12 %. Bei den manuell korrigierten Testdaten sind die Differenzen etwas geringer,
die Klassifizierungsergebnisse sind aber auch hier wesentlich schlechter als für Ddeco,Swin = 512.

Versuch #3 zeigt die Wirkung des Vortrainings bzw. der Verwendung eines vortrainierten
Netzwerks. Genauigkeit (−7,5 %) und mittlerer F1-Score (−17,4 %) verringern sich erheblich.
Dies zeigt auch für den einfachen Swin Transformer, dass entsprechend Steiner et al. die
Verwendung vortrainierter Netzwerke unbedingt zu empfehlen ist.

Die Variation der Window-Größe in den Versuchen #3-5 zeigt auf, dass die Verwendung größerer
Windows, also größerer räumlicher Kontext in der Attention-Berechnung, nicht zwingend zu
besseren Klassifikationsergebnissen führt. Insbesondere die Gewässer-Klassen werden bei der
Window-Größe d = 10 erheblich schlechter klassifiziert, als in allen anderen Versuchen. Wie in
Abbildung 5.4 beispielhaft dargestellt, zeichnen sich die Ränder der Windows zum Teil deutlich
in den Ergebnissen ab. Der genaue Grund hierfür konnte nicht bestimmt werden, das Problem
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Tabelle 5.8: Klassifizierungsergebnisse der Netzwerke basierend auf dem Swin Transformer für die Versu-
che gemäß Tabelle 5.5. Das 2D-U-Net von Voelsen et al. ist zum Vergleich angegeben.
Anzahl der Parameter (Par.) gerundet in Millionen.
∗Mittelwerte aus 2 Versuchen.

Testdaten korr. Testdaten
# Versuch Modell No. Par. OA[%] mF1[%] OA[%] mF1[%]

(Vgl.) 2D-U-Net 13,4 M 85, 7 74, 9 81, 2 67, 8
1∗ Swin-T 46,2 M 76, 5 60, 3 78, 3 61, 7
2 Swin-T 59,0 M 84, 6 ± 0, 4 72, 9 ± 1, 1 83, 2 ± 0, 9 72, 4 ± 0, 2
3∗ Swin-T 59,0 M 77, 1 55, 5 77, 6 58, 6
4∗ Swin-T-5 58,9 M 82, 0 69, 1 82, 2 69, 6
5∗ Swin-T-10 59,0 M 79, 9 58, 6 78, 1 61, 1

Abbildung 5.4: Klassifizierungsergebnis des Swin Transformers mit angepasster Window-Größe d = 10.

tritt jedoch bei der Verwendung kleinerer Windows in dieser Form nicht auf. Insgesamt liefert das
Netzwerk mit kleinster Window-Größe d = 5 (Versuch #4) die besten Klassifikationsergebnisse
der drei Versuche. Die Ergebnisse dieses Versuches erreichen auch ohne vortrainiertes Netzwerk
bei den korrigierten Testdaten eine bessere Genauigkeit (+1 %) und einen höheren mF1-Score
(+1,8 %) als das CNN als Vergleichsgröße. Bei den unkorrigierten Testdaten fallen die Ergebnisse
gegenüber dem CNN wiederum schlechter aus (OA −3,7 %, mF1 −5,8 %). Aufgrund des Patch
Embeddings, in dem 4 × 4 Pixel zu einem Patch zusammengefasst werden, wird bei einer Window
Größe von d = 5 (5 × 5 Patches) in der ersten Stage effektiv ein Bereich von 20 × 20 Pixeln in
der Attention-Berechnung berücksichtigt. Mit der vorliegenden Bodenauflösung der Bilddaten
entspricht dies einer Fläche von 200 × 200 m2. Durch das Patch Merging erweitert sich diese
Reichweite zunehmend.

Die Versuche zeigen, dass der Swin Transformer erfolgreich für die semantische Segmentierung der
Sentinel-2 Satellitendaten eingesetzt werden kann. Insbesondere ist die Verwendung vortrainierter
Netzwerke zu empfehlen. In Bezug auf den räumlichen Kontext deuten die Ergebnisse an, dass
kleinere Windows als die Standardgröße d = 7 des Swin Transformers förderlich sein können.
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Abbildung 5.5: Vergleich verschiedener Lernraten für die Optimierer ADAM und SGD (Versuche 11-18).
Angegeben ist die Genauigkeit (OA) nach 50 Trainingsepochen, berechnet anhand der
Validierungsdaten.

Dabei steigt jedoch die Anzahl der Windows und damit auch der Berechnungsaufwand an.

Die durchgeführten Versuche zur Untersuchung des Trainingsverhaltens bei verschiedenen Lern-
raten und verschiedenen Optimierern bestätigen die Ergebnisse von Liu et al. auch für diese
Anwendung. Die besten Klassifikationsergebnisse werden mit dem Optimierer ADAM erreicht. Als
anfängliche Lernrate η0 bestätigen die Versuche, dass die von Liu et al. verwendete Kombinati-
on von ADAM mit η0 = 6 · 10−5 auch in der hier vorgesehenen Anwendung die besten Ergebnisse
in der semantischen Segmentierung erzielt. Abbildung 5.5 zeigt die Genauigkeit (OA) in Abhän-
gigkeit zum gewählten η0. Die weitren Qualitätsmaße nach Abschnitt 4.4 verhält sich ähnlich zur
Genauigkeit und sind deshalb nicht explizit dargestellt. SGD erreicht bei einer wesentlich höheren
Lernrate η0 = 10−2 die besten Ergebnisse, diese liegen aber sowohl in der Genauigkeit, als auch
dem mittleren F1-Score um etwa 1 % unter den besten erreichten Ergebnissen mit ADAM.

Die Ergebnisse der Klassifikation mit multitemporaler Eingabe führen zu leichten Verbesserungen
bei der Klassifikation der Testdaten (siehe Tabelle 5.9). Insbesondere der mittlere F1-Score
fällt dabei im Vergleich zum 3D-U-Net deutlich geringer aus. Bei den manuell korrigierten
Testdaten nehmen Genauigkeit und mittlerer F1-Score leicht ab. Die Klassifikationsergebnisse
für T = 12 Zeitpunkte fallen dabei in allen betrachteten Metriken schlechter aus, als bei der
Verwendung weniger Zeitpunkte. Dieses Systemverhalten ist möglicherweise durch das verwendete
Patch Embedding zu erklären. Dabei werden aus T = 12 Zeitpunkten je p2 = 16 Pixel mit
B = 4 Farbbändern, also insgesamt 764 Werten nur D = 96 Features berechnet. Durch diese
Reduktion können die vorhandenen Informationen nicht ausreichend übernommen werden. Hier
wäre zu untersuchen, ob durch die Erhöhung der internen Dimension D eine Verbesserung erzielt
werden kann. Auch für T = 4 kann angenommen werden, dass die gewählte Featureanzahl D

nicht ausreichend ist.

Der Swin Transformer zeigt sich bei Verwendung vortrainierter Netzwerke als gut geeignet für
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Tabelle 5.9: Klassifizierungsergebnisse der Netzwerke basierend auf dem Swin Transformer für die Versu-
che gemäß Tabelle 5.5. Das 3D-U-Net von Voelsen et al. ist zum Vergleich angegeben.

Testdaten korr. Testdaten
# Modell T OA[%] mF1[%] OA[%] mF1[%]

(Vgl.) 3D-U-Net 4 87, 9 80, 6 83, 7 72, 3
21 Swin-T 4 87, 5 ± 0, 4 75, 8 ± 2, 6 83, 1 ± 0, 5 71, 0 ± 0, 5
22 Swin-T 12 87, 0 ± 0, 5 73, 7 ± 3, 6 82, 9 ± 0, 3 69, 9 ± 1, 3

die semantische Segmentierung der vorliegenden Satelliten-Bilddaten. Die Verwendung mehrerer
Zeitpunkte (T = 4) als Eingabe in das Netzwerk führt zunächst zu leichten Steigerungen der
Genauigkeit der Klassifizierung. Insgesamt erreicht die Klassifizierung aber geringere Genau-
igkeiten und einen geringeren mittleren F1-Score als das CNN von Voelsen et al.. Für eine
größere Anzahl von Zeitpunkten (T = 12) konnte dagegen keine Verbesserung erzielt werden,
was auf die verwendete Dimension des Swin Transformers zurückzuführen ist. Aufgrund der
sehr guten monotemporalen Klassifikationsergebnisse soll der Swin Transformer dennoch für die
multitemporale Klassifikation von SITS untersucht werden. Zur besseren Erfassung des zeitlichen
Kontextes wird hierfür eine Modifikation der Netzwerkstruktur durchgeführt.

5.3.3 BuildFormer

Beschreibung der Experimente

Es werden zwei BuildFormer-Netzwerke gemäß Tabelle 5.10 untersucht. Die gewählten Modellpa-
rameter sind von Wang et al. übernommen. Die beiden Varianten BF1 und BF2 unterscheiden
sich in der Größe des Windows d, in dem die Attention-Berechnung durchgeführt wird. Sie
werden mit monotemporaler Ein- und Ausgabe betrachtet. Beim BuildFormer soll dabei ebenfalls
der Einfluss der Window-Größe auf die Klassifikation beurteilt werden. Dies ist insbesondere
deshalb von Interesse, da die Attention-Berechnung im BuildFormer im Global Context Path
(GCP) erfolgt. Dieser verfolgt das Ziel, möglichst weitreichenden Bildkontext zu erfassen, es
wird also erwartet, dass eine größere Reichweite vorteilhaft für die Klassifizierung ist. Als Basis
dient die kleinste von Wang et al. vorgeschlagene Window-Größe d1 = 8 (Versuch #1). Diese
wird verglichen mit der doppelten Größe d2 = 16 (Versuch #2). Für die Modelle BF3 und BF4

werden multitemporale Eingaben aus SITS mit T Zeitpunkten verwendet. Ansonsten werden die
Modellparameter des BF2 verwendet.

Tabelle 5.10: Verwendete Parameter für das BuildFormer-Modell.

# Modell T N D p d h

1 BF1 1 [2, 2, 6, 2] 96 4 8 4

2 BF2 1 [2, 2, 6, 2] 96 4 16 4

3 BF3 4 [2, 2, 6, 2] 96 4 16 4

4 BF4 6 [2, 2, 6, 2] 96 4 16 4
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Dem Vorgehen von Wang et al. folgend, wird als Größe der Eingabebilder PBF = 512 px
verwendet. Das Training erfolgt mittels des ADAM-Optimierers, wobei die anfängliche Lernrate
mit η0 = 0, 001 übernommen wird. Beim BuildFormer werden keine vortrainierten Netzwerke
verwendet.

Ergebnisse

Die Ergebnisse für die Modelle BF1 und BF2 sind in Tabelle 5.11 aufgeführt. Die Ergebnisse für
die Testdaten (vgl. Abschnitt 5.1) fallen sowohl in der Genauigkeit (OA) als auch dem mitteleren
F1-Score ca. drei Prozentpunkte schlechter aus, als bei der Klassifikation mittels CNN (U-Net).
Die manuell korrigierten Testdaten werden durch den BuildFormer dagegen besser klassifiziert.
Insbesondere der mittlere F1-Score übertrifft das U-Net um bis zu vier Prozentpunkte.

Tabelle 5.11: Klassifizierungsergebnisse der BuildFormer-Netzwerke mit monotemporaler Eingabe, das
2D-U-Net von Voelsen et al. ist zum Vergleich angegeben. Anzahl der Parameter (Par.)
gerundet in Millionen.

Testdaten korr. Testdaten
# Modell # Par. OA[%] mF1[%] OA[%] mF1[%]

(Vgl.) 2D-U-Net 13,4 M 85, 7 74, 9 81, 2 67, 8
1 BF1 40,5 M 82, 7 ± 0, 3 70, 9 ± 1, 2 81, 4 ± 0, 2 71, 3 ± 0, 5
2 BF2 40,5 M 83, 0 ± 0, 6 70, 1 ± 1, 5 81, 4 ± 1, 3 69, 6 ± 2, 9

Bei den Ergebnissen der beiden Modellen BF1 und BF2 fällt vor allem die Differenz von knapp
zwei Prozentpunkten im mittleren F1-Score bei den Klassifizierungsergebnissen der korrigierten
Testdaten auf. Aus drei identisch parametrisierten Einzelversuchen, mit denen die Ergebnisse für
BF2 bestimmt wurden, erzielt ein Versuch wesentlich schlechtere Ergebnisse als die beiden anderen.
Insbesondere der F1-Score der Klassen 6 und 8 (Fließgewässer, Meer, vgl. Tabelle 5.2) weichen
stark ab. Dies ist auf die Fehlklassifikation der Bereiche des niedersächsischen Wattenmeeres
bei einem der Ergebnisse zurückzuführen (siehe Abbildung 5.6). Die weiteren Ergebnisse sind in
ihren Qualitätsmaßen ähnlich, weshalb angenommen werden kann, dass der räumliche Kontext
bereits durch das kleinere Window der Größe d = 8 ausreichend gut erfasst wird. In der ersten
Stage erfolgt dabei die Attention-Berechnung durch das Patch-Embedding mit der Patch-Größe
p = 4px über einen effektiven Bildbereich von 32 × 32 px. Aufgrund der Bodenauflösung
entspricht dies einer Fläche von 320 × 320 m2. Die Reichweite der Attention-Berechnung erhöht
sich in den weiteren Stages zunehmend, da die Auflösung der Bildrepräsentation schrittweise
halbiert, die Window-Größe aber konstant gehalten wird. Die Ergebnisse deuten darauf hin,
dass für die semantische Segmentierung der hier verwendeten Daten auch geringerer räumlicher
Kontext ausreichend sein kann. Dies deckt sich mit den Versuchen zur Window-Größe beim Swin
Transformer (vgl. Abschnitt 5.3.2).
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(a) Farbbild (b) korrigierte Labels (c) Klassifizierungsergebnis

Abbildung 5.6: Fehlklassifikation des niedersächsischen Wattenmeeres, die Farben der einzelnen Klassen
sind in Tabelle 5.2 aufgeführt.

Die Ergebnisse der zusätzlichen Tests mit SITS mit T = 4 (BF3) bzw. T = 6 (BF4) Zeitpunkten
sind in Tabelle 5.12 aufgeführt. Auch hier zeigen sich Verbesserungen in den Klassifikationser-
gebnissen gegenüber der monotemporalen Eingabe, wobei die Verbesserungen insbesondere für
die korrigierten Testdaten gering ausfallen. Auch im Vergleich zum CNN sind die prozentualen
Zugewinne wesentlich kleiner. Die Ergebnisse liegen in Genauigkeit und mittlerem F1-Score rund
zwei bis drei Prozentpunkte höher als bei der monotemporalen Eingabe. Bei Verwendung einer
SITS mit T = 6 Zeitpunkten sind die Klassifizierungsergebnisse bei den Testdaten erwartungs-
gemäß etwas besser, als für T = 4. Bei den korrigierten Testdaten sind dagegen die Ergebnisse
für T = 4 in Genauigkeit und mittlerem F1-Score etwas besser.

Tabelle 5.12: Klassifizierungsergebnisse der BuildFormer-Netzwerke mit multitemporaler Eingabe, das
3D-U-Net von Voelsen et al. ist zum Vergleich angegeben. Anzahl der Parameter (Par.)
gerundet in Millionen.

Testdaten korr. Testdaten
# Modell # Par. OA[%] mF1[%] OA[%] mF1[%]

(Vgl.) 3D-U-Net 40,2 M 88, 1 80, 6 83, 7 72, 4
3 BF3 40,5 M 85, 8 ± 0, 4 72, 2 ± 0, 3 82, 7 ± 0, 8 71, 2 ± 1, 3
4 BF4 40,5 M 86, 7 ± 0, 5 73, 6 ± 2, 0 82, 4 ± 0, 6 70, 7 ± 0, 5

Der adaptierte BuildFormer erzeugt insgesamt gute Segmentierungsergebnisse. Die Addition
von Convolutions zur lokalen Verbesserung der Klassfizierungsergebnisse im Vergleich zum
einfachen Swin Transformer konnte qualitativ und quantitativ allerdings nicht nachvollzogen
werden. Die guten Ergebnisse werden durch eine komplizierte Netzwerkstruktur mit verschiedenen
Anpassungen der ursprünglichen Transformer- bzw. Swin Transformer-Architektur erreicht. Dies
macht den BuildFormer für die Verarbeitung und Erzeugung multitemporaler Ausgaben nur
schwer modifizierbar. Aus diesen Gründen wird der BuildFormer nicht weiter verfolgt.
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5.4 Multitemporale Klassifikation

In diesem Abschnitt werden die in Abschnitt 4.2.1 beschriebenen Netzwerke untersucht. Dabei
fließen die Erkenntnisse aus den Versuchen in Abschnitt 5.3 in die Netzwerkstrukturen und die
durchgeführten Experimente ein.

5.4.1 Multitemporaler Swin Transformer

Beschreibung der Experimente

In den Experimenten soll getestet werden, ob das modifizierte Swin Transformer-Netzwerk für
multitemporale Klassifikation qualitativ gute Segmentierungsergebnisse liefert. Ein besonderes
Augenmerk soll dabei auf der Erkennung von Änderungen in der Landbedeckung liegen. Es
wird geprüft, ob sich die Klassifikation eines Pixels oder Bereichs im Bild von Zeitpunkt Ti

zu Ti+1 ändert, wenn sich die Landbedeckung verändert. Dabei wird auch betrachtet, ob sich
Labels ebenfalls im betrachteten Zeitschritt ändern. Die Parameter des Netzwerkes werden
zunächst nicht variiert, um die generellen Ergebnisse des gewählten Ansatzes zu untersuchen. Als
Grundmodell wird der Swin Transformer Swin-T gewählt. Der Modellaufbau ist in Abschnitt 4.2.1
beschrieben. In der ersten Stage werden N1 = 2 ST-STB verwendet, die Patchgröße ist P = 4,
die Window-Größe wird ausgehend vom Swin-T zu d = 7 gewählt. Die folgenden Stages bestehen
aus N2 = 2, N3 = 6 und N4 = 2 seriell angeordneten Swin Transformer Blöcken. Die Anzahl
der Features der ersten Stage beträgt D = 96, im Decoder wird entsprechend den Ergebnissen
aus Abschnitt 5.3.2 die Anzahl Ddeco,Swin = 512 verwendet. Die dort bestätigte Lernrate von
η0 = 6 · 10−5 wird auch für den multitemporalen Swin Transformer festgelegt. Der Effekt des
Time Embedding wird in zwei Experimenten untersucht.

Tabelle 5.13: Versuche für den multitemporalen Swin Transformer. Die Anzahl der Layer je Stage sind
zusammengefasst in N = [N1, N2, N3, N4].

# Encoder T TE N D Ddeco,Swin

1 Swin-T∗ 4 ja [2, 2, 6, 2] 96 512
2 Swin-T∗ 4 nein [2, 2, 6, 2] 96 512

Ergebnisse

Eine Zusammenfassung der erreichten Klassifizierungsergebnisse ist in Tabelle 5.14 aufgeführt.
Es werden dabei die Klassifizierungsergebnisse aller T Zeitpunkte berücksichtigt. Die angegebe-
nen Ergebnisse eines Experimentes entsprechen dem Mittelwert und der Standardabweichung,
berechnet aus drei Einzelversuchen.

Die Gesamtergebnisse über alle Zeitpunkte fallen insgesamt vergleichbar zur Klassifizierung von
Einzelbildern in Abschnitt 5.3.2 aus. Anhand der Ergebnisse der Versuche in #1 und #2 lässt
sich kein wesentlicher Vorteil der Verwendung des TE ablesen. Im mittleren F1-Score erreicht
der multitemporale Swin Transformers ohne TE sowohl für den Testdatensatz (+0,4 %) als auch
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Tabelle 5.14: Klassifizierungsergebnisse der multitemporalen Swin Transformer-Netzwerke. Angaben
beziehen sich auf die Ausgaben aller Zeitpunkte. Anzahl der Parameter (Par.) gerundet in
Millionen.

Testdaten korr. Testdaten
# TE # Par. OA[%] mF1[%] OA[%] mF1[%]
1 ja 59,3 M 85, 8 ± 0, 7 71, 1 ± 5, 3 79, 3 ± 0, 5 66, 6 ± 1, 4
2 nein 59,3 M 85, 0 ± 1, 4 71, 5 ± 3, 0 79, 3 ± 1, 2 67, 6 ± 2, 6

die korrigierten Testdaten (+1,0 %) etwas bessere Ergebnisse. Die Genauigkeit ist dagegen bei
den Testdaten unter Verwendung des TE etwas höher (+0,8 %).

In Tabelle 5.15 sind die klassenspezifischen F1-Scores, berechnet anhand der Testdaten, gegen-
übergestellt. Zusätzlich sind zum Vergleich Klassifizierungsergebnisse des monotemporalen Swin
Transformers (Swin-T) mit angegeben. Die zuvor beschriebene Differenz im mittleren F1-Score
zwischen den Versuchen #1 und #2 ergeben sich vor allem aufgrund der Klasse 8 (Meer). Für
diese Klasse verschlechtert sich das Klassifizierungsergebnis um ∆F 18 = −9,9 % bei Verwendung
des TE. Hierbei handelt es sich hauptsächlich um Fehlklassifikationen des Wattenmeeres. Bei der
Versuchsreihe von drei Versuchen, aus denen sich die angegebenen Mittelwerte in Tabelle 5.12
berechnen, trat dieser Fehler einmalig auf. Die beiden übrigen Versuche sind in ihren Ergebnissen
dagegen auf vergleichbarem Niveau zu den übrigen Versuchsergebnissen. Dieses Problem wurde
z. B. auch beim BuildFormer in Abschnitt 5.3.3 beobachtet. Bei den übrigen Klassen unterscheiden
sich die F1-Scores nur geringfügig, sind aber für die meisten Klassen etwas höher bei Verwendung
des TE.

Bei einer SITS bestehend aus T Zeitpunkten werden wie zuvor beschrieben Bilddaten aus
T Zeitintervallen gleicher Dauer zur Klassifikation verwendet. Aus jedem der Intervalle wird ein
Einzelbild gezogen. Durch diese Unterteilung ist bereits eine relative Anordnung der Bilddaten
zueinander gegeben. Für die Auswertung der Testdaten werden zudem Bilder aus der Intervallmitte
gewählt, wodurch sich die Varianz der berücksichtigten Aufnahmedaten noch stärker einschränkt.
Es ist anzunehmen, dass das TE vor allem dann hilfreich wäre, wenn T Bilddaten völlig zufällig
innerhalb eines Jahres gezogen würden. Die hier bestimmten Ergebnisse deuten eine leichte
Verbesserung der Klassifikationsergebnisse durch Verwendung des TE an.

Tabelle 5.15: Klassenspezifischer F1-Score der multitemporalen Swin Transformer-Netzwerke, bestimmt
anhand des Testdatensatzes. Angaben beziehen sich auf die Ausgaben aller Zeitpunkte.
Zum Vergleich sind die Ergebnisse der monotemporalen Klassifikation mit angegeben. Die
Klassen sind gemäß Tabelle 5.2: 1 - Gebäude, 2 - versiegelte Fläche, 3 - Landwirtschaft,
4 - Grünland, 5 - Wald, 6 - Fließgewässer, 7 - stehendes Gewässer, 8 - Meer, 9 - Brachland.

Klasse
# TE T 1 2 3 4 5 6 7 8 9

(Vgl.) - 1 84,0 27,0 87,7 71,2 92,8 51,9 83,2 96,3 56,1
1 ja 4 84,3 40,3 90,3 75,5 93,7 55,8 82,0 84,2 33,7
2 nein 4 83,5 37,6 89,7 74,5 92,8 58,1 81,7 94,3 31,0
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Im Vergleich zur monotemporalen Klassifikation unterscheiden sich vor allem die F1-Scores
der Klassen 2 (versiegelte Fläche) und 9 (Brachland). Versiegelte Flächen werden durch die
multitemporale Klassifikation um +13,3 % besser prädiziert. Die Klassifikation des Brachlandes
fällt dagegen um über 20 Prozentpunkte schlechter aus. Ein möglicher Erklärungsansatz ist,
dass versiegelte Flächen, also beispielsweise Straßen über den Zeitraum eines Jahres in ihrem
Verlauf meist unverändert bleiben. Da sie aber vergleichsweise schmal sind, nehmen sie im Bild
nur Bereiche von wenigen Pixeln Breite ein, weshalb sie aus Einzelbildern schwer zu extrahieren
sind. Im Verlauf des Jahres bleiben diese Bereiche jedoch unverändert, was sie aus einer SITS
einfacher klassifizierbar macht. Bei der Klasse Brachland fällt auf, dass in den multitempo-
ralen Klassifikationsergebnissen neu erschlossene Baugrundstücke, auf denen z. B. Erdarbeiten
durchgeführt werden, häufig in diese Klasse eingeordnet werden. In den Labeldaten sind diese
jedoch bereits als Gebäude vermerkt. Ein Beispiel hierfür ist in Abbildung 5.7 aufgeführt. Die
dargestellten monotemporal klassifizierten Ausgaben (Abbildung 5.7b, Abbildung 5.7f) wurden
jeweils einzeln klassifiziert, die beiden multitemporal klassifizierten Ausgaben (Abbildung 5.7c,
Abbildung 5.7g) gemeinsam in einer SITS. Diese Entwicklung ist mehrfach in den Testdaten
zu beobachten und unabhängig davon, ob das Time Embedding beim multitemporalen Swin
Transformer verwendet wird. Aufgrund der großen Differenz ist aber davon auszugehen, dass
noch weitere Fehlklassifikationen auftreten.

(a) RGB-Bild (b) Monotemp. (c) Multitemp. (d) Label (15.01.2020)

(e) RGB-Bild (f) Monotemp. (g) Multitemp. (h) Label (25.11.2020)

Abbildung 5.7: Detailvergleich monotemporalem (T = 1) und multitemporalem (T = 4) Swin Transfor-
mer für zwei Zeitpunkte (obere Reihe: 15.01.2020, untere Reihe: 25.11.2020). Betrachtet
wird der rot umrahmte Bereich.

Bei der qualitativen Betrachtung der Ergebnisse fällt zunächst auf, dass sich Klassengrenzen bei
vielen Zeitserien über den Zeitraum eines Jahres um ein Pixel verschieben. Dies zeigt sich in der
visualisierten Differenz der Klassifikationen in Abbildung 5.8c für die Zeitserie mit T = 4. An
praktisch allen Klassengrenzen wird ein Band der Breite eines Pixels über den Zeitraum eines
Jahres anders klassifiziert. Dieser Unterschied ist nicht zwingend als Fehlklassifikation zu werten.
Die angestrebte Absolutgenauigkeit der Georeferenzierung der Sentinel-2 Bilddaten ist von der
ESA [33] mit ∆ = 12,5 m angegeben. Aufgrund der Bodenauflösung von GSD = 10 m ist es
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innerhalb der Toleranz möglich, dass der Bildinhalt um ein Pixel verschoben ist.

(a) Klassifikation 12.08.2022 (b) Klassifikation 06.10.2022 (c) Differenzbild

Abbildung 5.8: Klassifikationsergebnisse und Differenzbild des multitemporalen Swin Transformers einer
beispielhaften BE8-Kachel. Im Differenzbild sind blau unveränderte Bereiche, in gelben
Bereichen verändert sich die Klassifizierung innerhalb einer Zeitserie von T Zeitpunkten.

Bei tatsächlichen Veränderungen in den Bilddaten zeigt sich über den Verlauf einer Zeitreihe häufig
keine Veränderung in den Klassifikationsergebnissen. Ein Beispiel hierfür ist in Abbildung 5.9
dargestellt.
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(a) 23.02.2021 (b) 09.05.2021 (c) 12.08.2021 (d) 20.12.2021

(e) Klass. (23.02.) (f) Klass. (09.05.) (g) Klass. (12.08.) (h) Klass. (20.12.)

(i) Labels (23.02.) (j) Labels (09.05.) (k) Labels (12.08.) (l) Labels (20.12.)

Abbildung 5.9: Beispielhafter zeitlicher Verlauf der Landbedeckung und zugehöriger Klassifikation. Die
Farben der einzelnen Klassen sind in Tabelle 5.2 beschrieben.

Im Verlaufe der zu klassifizierenden SITS wurde das abgebildete Industriegebiet durch Neubauten
erweitert. Das zugehörige Label wurde im letzten der T = 4 Intervalle entsprechend angepasst
(siehe Abbildung 5.9k-Abbildung 5.9l). Die Klassifikation ändert sich im gesamten Jahr dagegen
nur geringfügig. Hier scheint es durch die Netzwerkarchitektur zu einer zu starken Regularisierung
der Klassifikationsergebnisse zu kommen, weshalb ein Bereich über die gesamte SITS nur sehr
unwahrscheinlich seine Klasse wechselt. Im Folgejahr, in dem die neu gebauten Gebäude in
allen Zeitpunkten in die Klassifikation einfließen, entspricht die Klassifikation weitestgehend
den Labeldaten in Abbildung 5.9l. Dieses Verhalten kann dadurch begründet sein, dass die
Features der verschiedenen Zeitpunkte im Netzwerk bereits am Ende der ersten Stage vereinigt
und anschließend gemeinsam prozessiert werden. Gegebenenfalls kann eine spätere Vereinigung
der Features Abhilfe schaffen. Insgesamt sind in den vorhandenen Testdaten wenige Bereiche, in
denen die Entwicklung der Klassifizierung über den Verlauf eines Jahres nachvollzogen werden
kann. Daher ist eine abschließende Bewertung der hier dargestellten Problematik schwierig.

Eine positive Auswirkung der zuvor beschriebenen Regularisierung der Klassifikationsergebnisse
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ist es, dass Bildbereiche, die in einem Einzelbild der SITS von Wolken bedeckt sind, dennoch
anhand der übrigen Zeitpunkte korrekt klassifiziert werden können. Ein Beispiel hierfür ist in
Abbildung 5.10 dargestellt. Trotz der Wolkenbedeckung entspricht die erreichte Klassifikation
(Abbildung 5.10b) sowohl im Bereich der Wolken, als auch im Bereich des Wolkenschattens sehr
gut den korrekten Klassen gemäß Abbildung 5.10c. Durch den multitemporalen Swin Transformer
werden stattdessen die übrigen Zeitpunkte für die Klassifikation verwendet.

(a) RGB-Bild (12.08.2020) (b) Klassifikation (c) Labels

Abbildung 5.10: Beispielhaftes Klassifikationsergebnis bei Wolkenbedeckung in Einzelbildern einer SITS.

Zusammenfassend erreicht der multitemporale Swin Transformer gute Klassifikationsergebnis-
se. Eine Schwäche, die in den ersten Ergebnissen ausgemacht werden konnte, ist eine starke
Regularisierung der Klassifikationsergebnisse über alle Einzelbilder einer SITS bestehend aus
T Zeitpunkten. Hierzu sollten weitere Untersuchungen bzw. Modifikationen der Netzwerkstruk-
tur vorgenommen werden. Außerdem ist der Einfluss zusätzlicher Zeitpunkte T der SITS zu
betrachten.

5.4.2 Multitemporales U-Net mit Time-Attention

Beschreibung der Experimente

Durch das multitemporale U-Net wird ein alternativer Ansatz betrachtet, in dem die räumli-
che Extraktion des Bildinhaltes durch das U-Net, einer CNN-Architektur erfolgt. Die zeitliche
Verknüpfung der so extrahierten Bildrepräsentationen wird durch Transformer-Layer erreicht
(vgl. Abschnitt 4.2.1). Untersucht werden soll die generelle Funktionalität dieses Ansatzes. Als
Variation wird das Time Embedding (TE) nach Abschnitt 4.2.2 wahlweise verwendet oder nicht
verwendet. Die durchgeführten Versuche sind in Tabelle 5.16 aufgeführt. In dieser Versuchsreihe
werden keine vortrainierten Netzwerke verwendet. Das U-Net (vgl. Abschnitt 2.2.3) ist definiert
durch die Anzahl DUNet der verwendeten Features im ersten Layer. Die Attention-Berechnung,
hier als Time-Attention bezeichnet, ist definiert durch die Anzahl N der seriell angeordne-
ten Transformer-Blöcke. Die darin enhaltene MHA besteht aus h parallelen Heads. In den
Transformer-Blöcken wird die interne Dimension DT = 8DUNet verwendet.



5.4 Multitemporale Klassifikation 56

Tabelle 5.16: Durchgeführte Versuche mit dem Multitemporalen U-Net.

# Encoder TE T DUNet N h

1 U-Net ja 4 64 6 8
2 U-Net nein 4 64 6 8

Ergebnisse

Die Gesamtergebnisse des multitemporalen U-Net mit Time Attention sind in Tabelle 5.17
aufgeführt. Auch bei diesem Netzwerk kann keine eindeutige Verbesserung durch die Verwendung
des TE aus den Ergebnissen abgeleitet werden. Insgesamt liegen die Genauigkeit und der mittlere
F1-Score rund zwei Prozentpunkte unter denen des multitemporalen Swin Transformer (vgl.
Abschnitt 5.4.1).

Tabelle 5.17: Klassifizierungsergebnisse des multitemporalen U-Net mit Time Attention. Angaben be-
ziehen sich auf die Ausgaben aller Zeitpunkte. Anzahl der Parameter (Par.) gerundet in
Millionen. Mittelwerte jeweils berechnet aus 2 Versuchen.

Testdaten korr. Testdaten
# TE # Par. OA[%] mF1[%] OA[%] mF1[%]
1 ja 19,7 M 83, 1 69, 8 78, 0 66, 1
2 nein 19,7 M 83, 0 70, 4 78, 7 67, 7

Bei detaillierter Betrachtung der Ergebnisse wird ersichtlich, dass eine starke Varianz in den
Klassifikationsergebnissen der verschiedenen Zeitpunkte einer SITS auftritt. Eine beispielhaft
klassifizierte SITS ist in Abbildung 5.11 dargestellt. Wie im Differenzbild in Abbildung 5.11e
abgebildet, werden große Bereiche innerhalb der Zeitserie unterschiedlich klassifiziert. Die Labels
zugehörig zur dargestellten SITS verändern sich dagegen nur in kleinen Bereichen und an wenigen
Stellen. Zur Interpretation und Bewertung der Ergebnisse soll insbesondere die großflächige
Fehlklassifikation in der Mitte von Abbildung 5.11c (12.08.2020) hervorgehoben werden. Dieser
Bereich wurde bereits beim multitemporalen Swin Transformer in Abbildung 5.10 detailliert
betrachtet. Der relevante Bildausschnitt ist nachfolgend in Abbildung 5.12 dargestellt. Aufgrund
der Wolkenbedeckung im Eingabebild (vgl. Abbildung 5.12a) werden die verdeckten Bildbereiche
großflächig falsch klassifiziert. Im Gegensatz zum multitemporalen Swin Transformer wird die
Klassifikation nicht durch den temporalen Kontext, sondern durch die umliegenden Bildbereiche
zum gleichen Zeitpunkt beeinflusst.

Dieses Problem zeigt auf, weshalb innerhalb der SITS große Differenzen in der Klassifikation
auftreten (vgl. Abbildung 5.11e). Der temporale Kontext beeinflusst die Klassifikation nur
geringfügig. Stattdessen werden alle Einzelbilder praktisch unabhängig voneinander klassifiziert.
Aufgrund der Netzwerkarchitektur werden die Features der T Zeitpunkte nur am tiefsten Punkt
im Netzwerk (vgl. Abschnitt 4.2.1) miteinander kombiniert. Aufgrund der Struktur des U-Net
(vgl. Abschnitt 2.2.3) liegt das Eingabebild an dieser Stelle nur noch in einer Repräsentation
mit einer geringen Auflösung vor. Entsprechend werden nur wenig detaillierte Informationen
zwischen den einzelnen Zeitpunkten übertragen.
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(a) 15.01.2020 (b) 09.05.2021

(c) 12.08.2020 (d) 05.11.2020 (e) Differenzbild

Abbildung 5.11: Beispielhafte Klassifikationsergebnisse des multitemporalen U-Net mit Time Attention.
Im Differenzbild zeigen gelbe Bereiche, dass in der Klassifikation der Zeitserie eine
Änderung der Klassifikation stattgefunden hat.

(a) RGB-Bild (12.08.2020) (b) Klassifikation (c) Labels

Abbildung 5.12: Beispielhaftes Klassifikationsergebnis bei Wolkenbedeckung in Einzelbildern einer SITS
durch das multitemporale U-Net mit Time Attention.

Diese Ergebnisse zeigen, dass es sinnvoll ist, detaillierte Feature-Vektoren temporal miteinander
zu verknüpfen und bestätigt damit den verfolgten Ansatz des multitemporalen Swin Transformers
(vgl. Abschnitt 5.4.1). Eine Anwendung der Time Attention in einer früheren Stufe des U-Net, in
dem die Bildrepräsentationen noch höher aufgelöst vorliegen, wurde grundsätzlich untersucht.
Hier zeigt sich jedoch die zentrale Problemstellung der Transformer-Architektur. Die Komplexität
der Attention-Berechnung ist gemäß Abschnitt 2.3.1 O(n2 · d). Eine Verdopplung der Pixelanzahl
in Höhe und Breite bedeutet daher einen 16-fach höheren Berechnungsaufwand für die globale
Attention-Berechnung. Im hier betrachteten Netzwerk macht diese Steigerung die Anwendung
der Time Attention in einem höheren Layer des U-Net nicht möglich.
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6 Fazit und Ausblick

In dieser Arbeit wurde die Anwendung von Transformer-Netzwerken für die semantische Segmen-
tierung von Satelliten-Bilddaten zur Bestimmung der Landbedeckung untersucht. Insbesondere
sollten dabei Zeitserien von Satelliten-Bilddaten (SITS) klassifiziert werden. Zunächst wurden
hierfür mehrere Netzwerkarchitekturen eingeführt und auf ihre grundsätzliche Eignung für die
pixelweise Klassifizierung geprüft. Aus den so gewonnenen Erkenntnissen wurde eine Netwerk-
struktur übernommen und angepasst, sodass SITS gemeinsam klassifiziert werden können. Jeder
Zeitpunkt erhält dabei eine eigene Ausgabe.

Das erste Netzwerk für die monotemporale Klassifikation, der Segmenter, basiert auf dem Vision
Transformer (ViT). Die Architektur setzt auf globale Berechnung der Attention über das gesamte
zu klassifizierende Bild. Aufgrund der hohen Komplexität der globalen Berechnung muss das
Bild in vergleichsweise große Bildbereiche (Patches) zusammengefasst werden. Dies hat großen
Einfluss auf die Ergebnisse der semantischen Segmentierung. Diese sind nur grob aufgelöst, das
Netzwerk erkennt und klassifiziert nur große, zusammenhängende Bereiche ausreichend gut.
Kleinere, wenige Pixel umfassende Objekte und Bereiche gehen in den Klassifikationsergebnissen
dagegen verloren. Auch durch eine Verkleinerung der Patches, einhergehend mit einer starken
Zunahme des Berechnungsaufwands, konnten die Ergebnisse nicht verbessert werden. Für die hier
vorgesehene Anwendung ist die Qualität der Ergebnisse daher als nicht ausreichend einzustufen.
Eine weitere Anwendung und Adaption auf Zeitserien von Satelliten-Bilddaten (SITS) wurde
daher nicht verfolgt und kann auch für weitere Untersuchungen nicht empfohlen werden.

Als alternative Netzwerkstruktur wurde der Swin Transformer betrachtet. Bei diesem wird
das Eingabebild ebenfalls in Patches unterteilt, die Attention-Berechnung erfolgt aber nur in
lokalen Bildbereichen (Windows). Durch dieses Vorgehen kann die Patch-Größe deutlich kleiner
gewählt werden. Der Swin Transformer konnte so erfolgreich für die semantische Segmentierung
der vorliegenden Bilddaten eingesetzt werden. Die Ergebnisse sind qualitativ und quantitativ
mit den Segmentierungsergebnissen eines etablierten Convolutional Neural Network (CNN)
vergleichbar. Durch Variation verschiedener Parameter des Netzwerkes wurde untersucht, wie es
am besten für die vorliegende Anwendung angepasst werden kann. Zudem wurde das Verhalten im
überwachten Training betrachtet. Dabei zeigte sich, dass auch beim Swin Transformer extensives
Vortraining des Netzwerkes zu wesentlichen Verbesserungen der Ergebnisse führt. Dies stellt
die größte Hürde in der Verwendung des Swin Transformers dar, da das Vortraining entweder
große Ressourcen bindet, oder aber frei verfügbare, vortrainierte Modelle verwendet werden
sollten. Individuelle Anpassungen an der Netzwerkstruktur (z. B. Window-Größe) sind daher
schwierig umsetzbar, zeigten sich aber als vielversprechende Ansätze. Zusätzlich wurden einige
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Trainingsparameter untersucht und bestätigt. Die Klassifikationsergebnisse des Swin Transformers
zeigten sich auch bei Eingabe mehrerer Zeitpunkte als gut, weshalb entschieden wurde, diesen
für die multitemporale Klassifikation von SITS näher zu untersuchen. Hierbei sollte für folgende
Arbeit die interne Dimension des Swin Transformers betrachtet werden.

Das dritte betrachtete neuronale Netzwerk ist der BuildFormer. Dieser ist ursprünglich für die
binäre Extraktion von Gebäuden aus Satelliten-Bilddaten vorgesehen, kann aber einfach auf
die Klassifikation der Landbedeckung adaptiert werden. Die Netzwerkarchitektur basiert auf
dem Swin Transformer und wird durch Convolutions ergänzt. Insgesamt erreicht dieses Netzwerk
ebenfalls gute Ergebnisse in der semantischen Segmentierung der vorliegenden Bilddaten. In
den durchgeführten Experimenten zeigten sie sich marginal schlechter, als die Ergebnisse des
Swin Transformer. Deshalb und insbesondere aufgrund der als kompliziert zu bewertenden
Netzwerkstruktur wurde der BuildFormer nicht weiter für die multitemporale Klassifikation
verfolgt.

Bei der semantischen Segmentierung von Einzelbildern zeigte sich vor allem eine große Heraus-
forderung bei der Verwendung von Transformer-Netzwerken für Bilddaten. Auch vergleichsweise
kleine Bilder bestehen aus einer großen Anzahl von Pixeln. Die in den Transformer-Netzwerken
verwendete Attention-Berechnung kann effektiv nur über eine begrenzte Anzahl von Elementen
(Tokens) gebildet werden. Bilddaten müssen daher entweder in große Patches, also eine Zusammen-
fassung mehrerer Pixel, unterteilt werden, oder die Attention-Berechnung kann nur über kleinere
Bereiche erfolgen. Je nach Anwendung kann die Entscheidung hierbei unterschiedlich ausfallen,
für die semantische Segmentierung stellte sich aber die Verwendung möglichst kleiner Patches
und damit die Berechnung der Attention über kleinere Bildbereiche als wesentlich besser heraus.
Der Swin Transformer, der diese Probleme durch seine Architektur berücksichtigt, zeigte sich
daher als bester Ansatz für die semantische Segmentierung von Einzelbilddaten. Die erreichten
Klassifikationsergebnisse sind vergleichbar zum Stand der Technik, wobei angemerkt werden
kann, dass in dieser Arbeit nur die kleinste Variante des Swin Transformers (Swin-T) verwendet
wurde. Durch eine Erhöhung der Modellkomplexität können die Ergebnisse gegebenenfalls noch
weiter verbessert werden. Hierzu können zukünftig weitere Untersuchungen durchgeführt werden.

Aufgrund der Erkenntnisse aus der monotemporalen Klassifikation wurde ein multitemporaler
Swin Transformer abgeleitet. In dieser Encoder-Decoder Netzwerkstruktur wird zunächst abwech-
selnd räumlicher und räumlich-zeitlicher Kontext aus einer SITS durch Attention-Berechnung
extrahiert. Anschließend werden die Informationen aus den einzelnen Zeitpunkten zusammen-
gefasst und gemeinsame Features durch das Netzwerk verarbeitet. Durch das sogenannte Time
Embedding wird zusätzlich das Aufnahmedatum der Einzelbilder als Zusatzinformation in die
Klassifikation eingebracht. Eine angepasste Decoder-Struktur erlaubt, dass für jeden Zeitpunkt
der SITS eine semantische Segmentierung ausgegeben wird.

Die Ergebnisse zeigen sich qualitativ als gut. Durch die gemeinsame Prozessierungen wird
z. B. Wolkenbedeckung in den Bilddaten eines einzelnen Zeitpunktes kompensiert. Gleichzeitig
tritt aber auch eine starke Regularisierung der Klassifikationsergebnisse auf. Innerhalb einer



6 Fazit und Ausblick 60

Zeitserie ändert sich die Klassifikation eines Pixels nur selten, auch wenn in den eingegebenen
Bilddaten eine Veränderung der Landbedeckung sichtbar ist. Für die weitere Verwendung sollte
untersucht werden, ob hier beispielsweise durch eine angepasste Verlustfunktion im Training
das Netzwerk so trainiert werden kann, dass es reale Veränderungen der Landbedeckung besser
ausgeben kann. Außerdem kann die Erhöhung der internen Dimension des Swin Transformers
nach dem Time Merging hilfreich sein, um mehr temporale Varianz im Netzwerk berücksichtigen
zu können. Die Verwendung des Time Embedding zeigte keine deutlich posititven oder negativen
Effekte. In den hier verwendeten SITS wurden stets Bilddaten von ähnlichen Aufnahmezeitpunkten
verwendet. Für die weitere Verwendung kann das Time Embedding daher vor allem interessant
sein, wenn Einzelbilder von zufälligen Aufnahmezeitpunkten verwendet werden.

Als Alternativansatz wurde untersucht, ob die semantische Segmentierung von SITS durch eine
Kombination von CNN und Transformern erfolgreich eingesetzt werden kann. Die Einzelbilder
der SITS wurden hierzu durch ein identisches CNN parallel prozessiert. In der am stärksten
reduzierten Auflösung der Bilddaten wurden die Zeitpunkte durch Transformer-Blöcke miteinan-
der verknüpft und anschließend wieder separat vom CNN in eine semantische Segmentierung
für alle Zeitpunkte überführt. Die so untersuchte zeitliche Verknüpfung war nicht erfolgreich.
Zwischen den einzelnen Zeitpunkten einer SITS traten starke Variationen in der semantischen
Segmentierung auf, die Einzelbilder wurden praktisch unabhängig voneinander klassifiziert. Eine
Anwendung der temporalen Attention-Berechnung an einer anderen Stelle des untersuchten
Netzwerkes konnte aufgrund der hohen Speicheranforderungen nicht umgesetzt werden.

Für die Klassifizierung der SITS wurde ein funktionaler Ansatz entwickelt. In weiteren Arbeiten
können weitere Anpassungen am Netzwerk und Trainingsprozess untersucht werden, sodass
Änderungen in der Landbedeckung zuverlässiger erkannt werden können. Zudem kann durch
weitere Experimente verifiziert werden, ob das Time Embedding bei ungleichmäßiger zeitlicher
Verteilung der Einzelbilder einer SITS positive Auswirkungen auf die Klassifikationsergebnisse
besitzt. Positiv anzumerken ist, dass der multitemporale Swin Transformer auch ohne extensives
Vortraining zu guten Ergebnissen in der semantischen Segmentierung eingesetzt werden konnte.
Dieser zusätzliche Trainingsschritt kann für die weitere Anwendung ebenfalls ergänzt werden,
um so die Klassifizierungsergebnisse weiter zu verbessern.
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